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Zusammenfassung

Mit dem Aufkommen immer kompakter werdenden Computern, sogenannten Tablets, die meist
keine physikalische Tastatur mehr besitzen, steigt auch der Wunsch nach einer adaquaten
Eingabemethode fir solche Geréte. Die Deutsche Einheitskurzschrift (DEK) bietet die Mdglichkeit,
handschriftliche Notizen in Echtzeit niederzuschreiben. Eine Handschriftenerkennung fur diese
Kurzschrift kann die Einsatzmdglichkeiten mobiler Computer um viele nitzliche Bereiche

erweitern.

In der Arbeit werden die Besonderheiten der DEK analysiert und die Anwendung bisheriger
Ansatze fur die Erkennung anderer Schriften, hinsichtlich der DEK, untersucht. Bisherige Arbeiten
fur das Erkennen der DEK konnten nicht gefunden werden. Es wird eine Mdglichkeit der
Segmentierung eines Kurzschriftwortes in einzelne Kurzschriftzeichen aufgezeigt, die diese
Besonderheiten beriicksichtigt. Die Klassifikation eines segmentierten Zeichens erfolgt anhand
eines 8-Direction-Chain-Codes und weiterer Merkmale wie GrofRe, Schleifen innerhalb des
Zeichens und den Ubergangswinkeln eines Zeichens zu seinen Nachbarn. Zwei Classifier* werden
mit den extrahierten Merkmalen trainiert und getestet. Beide erreichen fiir gelernte Muster von

einem Schreiber eine Erkennungsrate von tber 98% auf neuen Mustern.

! Komponente, die fiir ein eingegebenes Muster als Ausgabe die Klasse bzw. eine Liste aller moglichen Klassen mit
deren Wahrscheinlichkeit liefert.
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Einleitung

1. Einleitung

Stenografie ist ein Kurzschriftsystem, das es ermdglicht, gesprochene Sprache oder eigene Ideen in
Echtzeit zu notieren. Die 1924 verabschiedete Deutsche Einheitskurzschrift (DEK) wurde 1938 und
1968 reformiert und ist seither das Standardstenographiesystem in Deutschland und Osterreich. Sie
gliedert sich in die drei aufeinander aufbauenden Stufen Verkehrs-, Eil- und Redeschrift mit jeweils
hoherem Abstraktionsniveau. Bereits bei der niedrigsten Stufe konnen von getibten Schreibern bis
zu 120 Silben pro Minute erreicht werden. Bis 1990 gehoérte das Erlernen der DEK zum
Standardfach jeder kaufmdannischen Ausbildung. Mit dem Aufkommen von Diktiergeraten und
Weiterentwicklungen auf dem Gebiet der Spracherkennung verlor die DEK an Bedeutung und wird
heute nur noch in speziellen Kursen von Stenographievereinen oder in bestimmten Studiengdngen
vermittelt.

Dennoch betonte Wolfgang Behm, Parlamentsstenograf und ehemaliger Leiter des
Stenographischen Dienstes des Bundestags, dass gerade fur die Sitzungsprotokolle es derzeit kaum
Alternativen zum klassischen stenographischen Protokoll einer Parlamentssitzung gibt. In solchen
Protokollen muss laut Behm auch aufgefiihrt werden, wenn ein Redner von einer Fliege umkreist
wird und nach dieser schlagt oder wenn es Zwischenrufe aus dem Publikum gibt. Dies sind zwei
Beispiele, bei denen z.B. eine Spracherkennungssoftware an ihre Grenzen stéf3t. Ein Wechsel zur
Maschinenstenographie schlieBt Behm aufgrund von fehlendem Personal mit den notwendigen
Kenntnissen aus. Auch wenn hier eine schnellere redaktionelle Nachbearbeitung der Protokolle
moglich wére, da die Texte bereits maschinell erfasst wéaren. Benm kommt zu dem Schluss, dass
neue Technologien die Stenographie im Arbeitsprozess der parlamentarischen Protokollierung
immer mehr umgeben und ergénzen werden. Vollig wegzudenken sei sie aber gerade fir diese
besondere Aufgabenstellung nicht. [1]

Weiter zeigen die jlingsten Entwicklungen der PC Branche, dass der Trend in vielen Bereichen weg
von teuren und teilweise groRen Notebooks hin zu gunstigen und tberall einsetzbaren Tabletgeraten
(wie dem iPad von Apple) geht. Die hohe Mobilitat, die solche Geréte bieten, wird durch das
Einsparen einer vollwertigen Tastatur erkauft. Diese wird durch eine Bildschirmtastatur ersetzt, die
allerdings durch die Geschwindigkeit der Texterfassung nur sehr begrenzt zur Eingabe langerer
Texte dienen kann. Software fir die Texterkennung von Langschrift gibt es auf dem Tabletmarkt
bereits mehrere Jahre, welche mittlerweile auch sehr gute Ergebnisse bei der Erkennung liefert.
Doch auch hier ist die Geschwindigkeit bei der Erfassung der Texte fir einen produktiven Einsatz
meist zu gering. Hier kann die Madoglichkeit zur Eingabe mittels der DEK ganz neue
Anwendungsgebiete erschliefen oder bestehende vereinfachen.

1.1 Problemstellung

Das Schriftbild der DEK unterscheidet sich gravierend von anderen Schriften und auch von
Kurzschriftsystemen anderer Sprachen (siehe Kapitel 2.1). Daher kdénnen bereits vorhandene
Verfahren flir andere Schriften nicht einfach Ubernommen werden, sondern es muss eine neue
Methode gefunden werden, die die Besonderheiten der DEK berticksichtigt.

Die grofte Herausforderung bei Mustererkennungsproblemen ist stets die Extraktion von
eindeutigen Merkmalen, anhand derer eine genaue Klassifikation erméglicht wird. Das Auffinden
solch eindeutiger Merkmale eines Wortes oder eines Wortteils stellt damit eine grofle
Herausforderung dieser Arbeit dar.

Bei der Handschriftenerkennung als ein Gebiet der Mustererkennung kann es zusétzlich notwendig
sein, die Eingabe in einzelne Zeichen fir den eigentlichen Erkennungsalgorithmus zerlegen zu
miussen. Diese Aufgabe ist meist ebenso aufwandig wie die Erkennung der Zeichen selber.
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Wenn diese Aufgaben erfolgreich gel6st sind, kann auf eine Vielzahl von Algorithmen
zurilickgegriffen werden, die sich bereits in anderen Systemen zur Handschriftenerkennung bewahrt
haben (siehe Kapitel 3). Jedoch darf auch die Auswahl der richtigen Methode und die Umsetzung
flr das eigene Problem hierbei nicht unterschatzt werden.

1.2. Zielsetzung

In dieser Arbeit sollen mdgliche Losungswege flr die Onlineerkennung (OLCR, siehe Kapitel 2.2)
der Verkehrsschrift, also der untersten Stufe der DEK, evaluiert werden. Dabei werden sowohl
globale wie auch lokale Ansatze betrachtet und bewertet. Ersteres entspricht einer Worterkennung
mittels Worterbuch, letzteres der Erkennung einzelner Buchstaben eines Wortes. Schliel3lich wird
die vielversprechendste Ldsung genauer untersucht und in Form einer Machbarkeitsstudie
umgesetzt.

Durch den begrenzten zeitlichen Rahmen dieser Arbeit werden nur Mitlaute und Selbstlaute nach
82 bzw. 83 der Wiener Urkunde [2] (siehe Kapitel 2.1) in dieser Arbeit umgesetzt. Auf das
Erkennen von Kirzeln nach 85 und Berticksichtigung von Kontextinformationen (siehe Kapitel 2.1)
wird verzichtet. Dennoch wird bei der Analyse und Auswahl der Methode darauf geachtet, dass sich
diese spater mit der gewahlten Methode unter vertretbarem Aufwand umsetzen lassen.

Weiter ist es nicht Bestandteil dieser Arbeit, dass die Implementierung der ausgewéhlten Methode
jegliche Annehmlichkeiten einer vollwertigen Software zur Handschriftenerkennung bietet. D.h.,
dass weder Funktionen zur Nachbearbeitung einer Eingabe noch besondere VVorkehrungen fur eine
fehlertolerante Eingabe getroffen werden. Beispiel fiir letzteres wére es, wenn z.B. kurz der Stift
wahrend der Eingabe eines zusammenhangenden Zeichens angehoben wird, sodass ein einzelnes
Zeichen von der Hardware als zwei separate Eingaben erkannt wird.



Grundlagen

2. Grundlagen

In diesem Kapitel soll eine kurze Ubersicht tber einige Grundlagen gegeben werden, welche zum
Verstandnis der Arbeit wichtig sind.

2.1. Deutsche Einheitskurzschrift

Wie bereits erwéhnt, wurde die DEK so wie sie heute noch verwendet wird, zum letzten Mal 1968
in der Wiener Urkunde [2] festgeschrieben. Im 1. Teil dieser Urkunde geht es konkret um die in der
Arbeit aufgegriffene Verkehrsschrift. 81 legt hierbei den Schreibraum mit vier wichtigen,
horizontalen Linien (Obergrenze, Oberlinie, Grundlinie, Untergrenze) fest, in denen geschrieben
wird. Der Abstand zwischen zwei Linien wird Stufe genannt. Des Weiteren gibt die Urkunde eine
Einordnung der Zeichen anhand ihrer GroRe an. Zeichen, die eine halbe Stufe hoch oder kleiner
sind entsprechen kleinen Zeichen. Zeichen mit einer Hohe von einer Stufe den mittleren Zeichen,
alle groReren Zeichen dementsprechend den groRen Zeichen. Abbildung 1 zeigt den Schreibraum
und Beispiele fur die einzelnen Zeichengrofien, wobei die grofRen Zeichen wiederum weiter
unterteilt werden kénnen in zwei- und dreistufige Zeichen. Es gilt zu beachten, dass die Zeichen
nicht zwangsweise auf der Grundlinie geschrieben werden (Erlauterung folgt).

Obergrenze

Oberlinie = Stufe |

Grundlinie = Stufe = Schreibraum
Untergrenze = Stufe l

A
aE—— A il I
77

{

kleine Zeichen mittlere Zeichen groBe Zeichen
Abbildung 1: Definition des Schreibraums und ZeichenbeispielfS]

Bei den Zeichen kann zusatzlich unterschieden werden nach AMitlautenfi ,die in §2 und
ASilbenzeicheni und AKiirzeInf die in 85 der Urkunde definiert werden. Insgesamt gibt es 55
Mitlaute, 5 Silben und Silbenteile und 103 Kirzel fur Vor- und Nachsilben sowie Worter und
Wortstamme. Dabei kommt es vor, dass ein Zeichen sowohl als Mitlaut sowie als Silbenzeichen
oder Kurzel definiert ist. Der Kontext, in dem das Zeichen im Wort oder Satz auftritt, gibt dann die
eigentliche Bedeutung an.

Selbstlaute nach 83 ergeben sich durch sinnbildliche Selbstlautandeutung. Das bedeutet konkret,
dass Selbstlaute am folgenden Mitlaut angedeutet werden. Vereinfacht gesagt ergibt sich ein
Selbstlaut durch die Verbindung von der Grundlinie zum ersten Zeichen bzw. durch die Verbindung
zwischen zwei Zeichen. Eine Unterscheidung kann anhand von drei Eigenschaften getroffen
werden: 1. Der L&nge der Verbindung, 2. ob der né&chste Mitlaut verstarkt geschrieben wird
(entsteht durch grofReren Druck mit speziellen Stenofiillern oder i bleistiften) und 3. anhand der
Stellung des folgenden Mitlauts. Bei letzterem wird zwischen Hoch- und Tiefstellung
unterschieden, die in der Regel eine halbe Stufe betrdgt. Dabei wird die Grundline fur alle
folgenden Zeichen sinnbildlich mitverschoben. Abbildung 2 zeigt alle méglichen Selbstlaute mit
dem Mitlautzeichen f¢r ein Abif.
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Abbildung 2: Selbstlaute werden nur angedeutef2]

Weiter definiert die Urkunde diverse Schreibregeln fur einen zusatzlichen Geschwindigkeitsgewinn

beim Schreiben. Zum Beispiel gibt es keine GroRschreibung, keine Mitlautverdopplung (aulRer beim

Al i) und keine Sil bendehn uimBDBaduchugibehernsdtedlld it | a ut
denen ein Wort in der DEK mehrere Bedeutungen haben kann wie beispielsweise Beet und Bett.

Hier muss ebenfalls wieder der Kontext des gesamten Dokuments berticksichtigt werden um das

korrekte Wort erkennen zu konnen. Weitere Schreibregeln fir Sonderfalle wie z.B. Eigennamen,

sind fir die Handschriftenerkennung irrelevant und somit fur das Verstandnis der Arbeit nicht
notwendig.

Im Vergleich zu Blockschriften bei welchen die Zeichen innerhalb eines Wortes einzeln fur sich
geschrieben werden, werden bei kursiven Schriften, wie der DEK, die Zeichen verbunden und in
einem Strichzug geschrieben. Das Trennen innerhalb eines Wortes kommt bei der DEK nur in
bestimmten Sonderfallen vor. Fur eine korrekte Erkennung eines getrennten Wortes muss ebenfalls
der Kontext des Satzes betrachtet werden. [2][3]

2.2. Online Chaiacter Recognition

Bei der Handschriftenerkennung wird generell zwischen Online (OLCR) und Offline (OCR)
unterschieden. Bei OCR wird mit eingescannten oder abfotografierten Grafiken gearbeitet, aus
denen zundchst die eigentliche Schrift durch Bildverarbeitungstechniken extrahiert werden muss,
um im Anschluss die Erkennung vornehmen zu kénnen. Bei OLCR hingegen wird ein spezielles
Eingabegerat verwendet, das die Bewegung eines Schreibgerdts erfasst und in Kkartesische
Koordinaten umwandelt. Dabei spielen vor allem die Samplingrate und die Auflésung des
Eingabegerats eine entscheidende Rolle fir die spatere Erkennung. Ersteres gibt die
Geschwindigkeit an, mit der die Stiftdaten erfasst werden konnen. Letzteres gibt Aufschluss
dariiber, wie genau das Eingabegerét die Position des Schreibgerats erfassen kann. Der Vorteil der
Onlineerkennung liegt im geringeren Aufwand fir die Erfassung der Daten im Vergleich zur
Offlineerkennung. Des Weiteren kann bei OLCR auf die zeitliche Information der Eingabe
zugegriffen werden d.h. die Reihenfolge der gezeichneten Striche ist bekannt. OCR Methoden
konnen dabei problemlos auch auf OLCR Probleme angewandt werden. Dazu genugt es die
Eingabe in eine Grafikdatei zu schreiben und diese zu verwenden.

2.3. Microsoft INKAPI

Fur die spétere Implementierung der ausgewahlten Methode wird die Microsoft INK API, als Teil
des Tablet PC Platform SDKs, verwendet. Diese API bietet dem Programmierer eine standardisierte
Schnittstelle zum Eingabegerat sowie Methoden zur Integration von speziellen Anforderungen in
Kombination mit einem Eingabegerét in das Betriebssystem Windows selbst. Dadurch lassen sich
Stifteingaben in eigenen Programmen verwenden ebenso wie z.B. die windowseigene
Handschriftenerkennung um neue Schriften zu erweitern.

Obwohl es logisch erscheint, die Handschriftenerkennung von Windows zu wahlen, um die
Kurzschrift in jeder Anwendung nutzen zu kodnnen, habe ich mich bei der spéateren Umsetzung
bewusst dagegen entschieden. Meine Erfahrungen mit der DEK zeigen mir, dass es wenig sinnvoll
ist, einen so begrenzten Platz fiir die Eingabe zur Verfiigung zu haben, wie es mir das Input Panel



Grundlagen

von Microsoft bietet (siehe Abbildung 3). Schlie3lich wird die Stenographie verwendet, um l&angere
Texte schnell niederschreiben zu kénnen. Beim Input Panel hingegen misste der Bediener bereits

nach einigen W°rtern die AEinf¢ggenid Taste v
Dokument einzufugen. Da dies den Schreibfluss und eventuell den kreativen Prozess des
Anwenders storen wiirde, macht es aus meiner Sicht mehr Sinn, die Mdéglichkeit zu haben, tUber
mehrere Linien hinweg in ein Dokument zu schreiben, analog zu einem Blatt DIN A4 Papier
(&hnlich dem Windows Journal). Leider war es mir nicht mdglich, erfahrene Stenographen zu
diesem Sachverhalt zu befragen, da mehrere Anfragen an den Deutschen Stenographenbund im
Sande verliefen.
Aus oben genanntem Grund wurde die Méglichkeit, eigene Recognizer® fiir das Input Panel zu
erstellen, nicht naher betrachtet. Jedoch mdéchte ich hier den anderen Weg kurz beschreiben um zu
zeigen, welche Maglichkeiten mir die APl von Microsoft bietet, um Entscheidungen, die im Kapitel
4 getroffen wurden, eventuell besser nachvollziehen zu kénnen.
{8 Teok v  Hep v
« Bksp' Del =
Tsb | Enter
Space TTT
>Nu'r-‘n S\jm I ;Vcb .
Abbildung 3: Input Panel von Microsoft.
Prinzipieldl | 2 sst sich zu jedem Oberfl a@chen
Stifteingaben auf diesem Steuerelement abfangen zu kdnnen. Méchte man dem Benutzer allerdings
eine bestimmte Eingabefl &2che bieten, kann hie
werden. Bei beiden Wegen kann auf Stiftereignisse wie dem Schreiben oder dem Drehen des Stifts
(Radiergummifunktion) reagiert werden. AuBerdem l&sst sich die Stifteingabe Uber eine
AlnkColl ectionfi auslesen. Diese beinhaltet al

solches Stroke Objekt reprasentiert genau eine Stifteingabe vom Aufsetzen des Stifts auf der
Eingabeflache bis zum Abheben. Dies wird auch Pen-Down Pen-Up Zyklus genannt. Die API bietet
dem Programmierer die Mdglichkeit, die rohen Paketdaten eines Stroke Objekts auszulesen, die
vom Eingabegeréat erfasst wurden (siehe Abbildung

4). Das sind zum einen die kartesischen Kooridnaten TnkOverlay
im Ink Space, dessen Auflésung in der Regel dem 27
fachen der Bildschirmauflésung entspricht, zum |

anderen Informationen (ber die Druckstarke und ok

weiteren  tabletspezifische  Eigenschaften.  Des |

Weiteren lassen sich von der API berechnete Strokes
Eigenschaften wie  Schnittpunkte, Hoch- und —T=_
Tiefpunkte und GroRke abfragen und a D
Transformationen  wie z.B. eine  Scherung, |Sl:rok_|: Stroke Stroke

Skalierung, Drehung usw. auf die Eingabe anwenden.
Zusatzlich wird die Eingabe in einer Bezier- .
Darstellung approximiert, die dem entspricht, was der  pg.

Benutzer tatsachlich sieht. Dies ist wichtig, da die
tatsachlich erkannten Punkte des Tablets teilweise Abbildung 4: Das Objektmodell fur Ink.

starkes Rauschen aufweisen, was einerseits nicht
Quelle: http://i.msdn.microsoft.com/dynimg/1C104403.gif)

2 Begriff von Micorosoft fir einen Classifier.

10
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schon anzusehen ist andererseits bei der Weiterverarbeitung ansonsten erst gefiltert werden muss.
Mit der Bezier-Darstellung erhdlt der Programmierer gleich eine weitestgehend geglattete
Darstellung der Eingabe.

Trotz der Entscheidung gegen die Erstellung eines Recognizers fiir das Input Panel ist es doch
spater problemlos moglich, die implementierte Methode auch als Recognizer umzusetzen, denn
diese bieten Zugriff auf dieselben Eigenschaften wie das InkOverlay und das InkPicture. [4]

11
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3. Stand der Technik

Da fur das Erkennen der DEK keine bisherigen Arbeiten gefunden werden konnten, gebe ich in
diesem Kapitel einen Uberblick tber bisherige Arbeiten im Bereich der Handschriftenerkennung.
Da es hierfir mehrere Ansétze gibt gliedert sich dieses Kapitel in die entsprechenden
Teildisziplinen. Grundsétzlich gibt es drei Kategorien flr die Erkennung einer Handschrift:

- Globale Ansétze: Ein Wort wird als Ganzes erkannt. Die Merkmale fir die Klassifikation
sind hier z.B. die Anzahl der horizontalen und vertikalen Striche, Ober- und Unterldngen
sowie Schleifen des gesamten Wortes.

- Lokale Ansétze: Hier wird das Wort zuerst anhand von bestimmten Merkmalen in einzelne
Segmente zerlegt, die anschliel3end einzeln erkannt werden.

- Hybride Ansétze: Hierbei werden globale und segmentierende Ansatze kombiniert.

Im ersten Teil dieses Kapitels gehe ich auf einzelne Ansdtze aus diesen Bereichen naher ein.
Hybride Ansatze werden dabei jedoch nur begrenzt behandelt und in den anderen Kapiteln
aufgefuhrt, je nachdem wo es sinnvoll erschien. Es wurden zwar weitaus mehr Publikationen
gelesen als hier aufgefuhrt, doch da es aus meiner Sicht wenig Sinn macht, Ansitze zu
durchleuchten, die von vorneherein keinen Beitrag zum Erfolg der Arbeit liefern konnten, wurden
diese hier nicht aufgefiihrt. Dazu zahlen z.B. auch Methoden fur die Erkennung von chinesischen
Schriftzeichen, da solche Ansétze aufgrund der Schrift sehr speziell sind. Da es sich bei der DEK
um eine kursive Schrift handelt (siehe Kapitel 2.1), werden hauptsachlich Anséatze fur solche
Schriften betrachtet. Auch Arbeiten fiur die Erkennung anderer Kurzschriftsysteme werden in Teilen
angefuhrt.

Im Anschluss daran werden bisherige Arbeiten auf dem Gebiet der Kontexterkennung gezeigt,
welche normalerweise genutzt wird, um die Erkennungsrate der oben genannten Ansadtze zu
verbessern. Bei der DEK ist die Kontexterkennung jedoch aufgrund der Mehrdeutigkeit einzelner
Zeichen (siehe Kapitel 2.1) zwingend erforderlich. AbschlieBend wird noch auf eine Arbeit
eingegangen, die mittels Latex DEK Zeichen erzeugt und einige Ideen fiir die spatere Erkennung
geliefert hat.

3.1. Globale Ansatze

Die Erkennung anhand eines kompletten Wortes ist meist sehr aufwéndig. Das liegt zum einen
daran, dass es schwierig ist, Eigenschaften zu finden, die einzelne Worter untereinander eindeutig
identifizieren. Zum anderen muss fur diese Form der Erkennung ein umfangreiches Warterbuch der
jeweiligen Sprache aufgebaut werden. Das Durchsuchen eines solchen Woérterbuchs ist ebenfalls
sehr zeitintensiv und bendétigt jede Menge Speicher zum Vorhalten des gesamten Worterbuchs. Ein
weiterer Nachteil bei globalen Anséatzen ist, dass falsch geschriebene Worter entweder nicht oder
komplett falsch erkannt werden, wohingegen bei segmentierenden Ansatzen der Fehler einfach in
die Ausgabe tibernommen werden wirde. Dieses Verhalten zeigt sich ebenso bei Eigennamen, die
in einem Worterbuch normalerweise nicht vorkommen. [5]

W. Cho et al. zeigen in [6] eine Mdoglichkeit zur Erkennung von kursiven Woértern mit Hidden
Markov Modellen (HMM) anhand von gescannten Briefkopfen. Da HMMs mit zeitlichen
Abhangigkeiten arbeiten, die bei OCR Anwendungen nicht vorhanden sind, setzen die Autoren ein
so genannt es AS.|IDamtiwirdgdie S¢hriftd oiwrfi  ®d r gescabntiiumh t u n g
somit einen anndhernden zeitlichen Verlauf der Schriftzeichen zu erhalten. Dieses Scannen erfolgt,
indem die Grafik des Wortes in eine Sequenz von schmalen vertikalen Bereichen geteilt wird (siehe
Abbildung 5). Diese Bereiche kdnnen dabei auch leicht Gberlappend und in diversen Breiten
ausgefiihrt werden, um den Algorithmus besser an die Aufgabenstellung anzupassen. Anhand der
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lokalen Merkmale eines Bereichs

wer den mittels
Componen t Anal ysi
Featurevektoren extrahiert.
AnschlieCend Wi

Quanti zation

angewendet, um die stetigen
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zwischen Buchstaben zu modellieren. - appiidung 5: Feature Extraction mittels "Sliding Window" [6].
Zu jedem Codeword der Sequenz

wird der wahrscheinlichste Pfad

eines Modells berechnet, der dann anschlieend mit dem ndchsten Codeword getestet wird. Da der
Pfad mit der héchsten Wahrscheinlichkeit aber nicht unbedingt der richtige sein muss, grenzen die
Autoren den Suchraum durch Pruning von nicht moglichen Wortern anhand eines Lexikons bereits
wahrend der Suche ein. Sie rdumen zwar ein, dass so nicht der optimale Pfad gefunden wird, jedoch
gab es zur Zeit der Arbeit scheinbar keinen Algorithmus, der linguistisch korrekte Worter liefert
ohne aufwéndig den gesamten Suchraum durchgehen zu missen. Am Ende der Codewordsequenz
erhalt man so das wahrscheinlichste Wort des Lexikons. Trainiert mit 5000 und getestet mit 2700
Stadtenamen, die aus einer Datenbank mit gescannten Briefkdpfen stammen, erreichten die Autoren
bei 10 Eintrdgen im Lexikon eine Erkennungsrate von 98,12%, welche jedoch bei steigender
Lexikongrolie rapide abnimmt und bei 10000 Eintrdgen bereits nur noch 67,09% als richtig erkennt.
Fur den Test verwendeten sie eine Sliding Window GroRe von drei Pixeln. Die einzelnen Frames
wurden mittels PCA in einen 30 dimensionalen Vektor zerlegt und anschliefend mit einem 50
Codewords umfassenden Codebook quantisiert.

Duneau und Dorizzi stellten in [7] ei ne Erweiterung i hres

REcognition SYstem) vor. Das System wurde speziell fir Handheld PCs designt und verwendet
deshalb nur wenig zeitaufwandige Algorithmen. In Bezug auf die Worterkennung stellen die
Autoren zwei Behauptungen auf: Erstens sei es unmdglich, ein Wort als ein groRes Symbol zu
betrachten und mit einem Warterbuch abzugleichen, da aufgrund der Fluktuationen beim Schreiben
eines Wortes zu viele Wortmodelle je Wort nétig wéren, was bei groRem Vokabular den Suchraum
sprengen wiirde. Zweitens sei es unmoglich einen Buchstaben innerhalb eines Wortes genau zu
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lokalisieren, bevor der Buchstabe erkannt wurde.
Um beiden Problemen zu begegnen, waéhlen die ~ o
Autoreneinen Aanal yti schen Ahsa t|%mmﬂ,n'gdg'i|i;ﬂ|}r;§;gﬁ ner
Segmentierunghf. I hr ystem———Kann—++n
Bereiche untergliedert werden (siehe Abbildung | Recognition Unit

ing 1Inj

6): Die Lerneinheit, die Erkennungseinheit und o] | Dictionary |, _
die Anpassungseinheit. In der Lerneinheit wird Ward FJ—T—[MP ferpeetations) |
anhand von vorher eingegebenen Worten fur | Prototypes |

jeden Buchstaben ein Prototypenset erstellt. Dies —

geschieht auf dieselbe Weise, wie die entation Lol

Erkennungseinheit  anfanglich  verfahrt:  Die [ Validated |, [ Mew |
Eingabe eines  Grafiktablets — wird auf | | Interpectations | = | Protolypes |

Transitionen, lokalen Extremas und bestimmten appjidung 6: Aufbau von Adresy [7].
Segmentierungspunkten untersucht und anhand

definierter Regeln in Teile zerlegt. Aus jedem

Teil werden dann vier Merkmale extrahiert: die euklidische Distanz zwischen Anfangs- und
Endpunkt, der Winkel zwischen der Verbindung von Anfangs- und Endpunkt und der horizontalen
Achse sowie zwei Fourierkoeffizienten. In der Erkennungsphase werden die Merkmalsvektoren mit
den Prototypen aus der Lerneinheit verglichen, um somit die passenden Buchstaben zu finden.
AnschlieRend werden die gefunden Buchstaben als Ganzes mit dem Worterbuch abgeglichen. Der
Prozess zwischen Abgleich mit dem Prototypenset und dem Worterbuch wird dabei solange
wiederholt, bis eine oder mehrere zufriedenstellende Interpretationen der Eingabe gefunden wurde.
Um eine gewisse Robustheit zu erreichen, filhrendi € Aut oren eine Avirtuell
keine Ubereinstimmung zwischen einem Buchstaben und einem Prototyp gefunden wird, wird
versucht, diesen fehlenden Buchstaben durch statistische Berechnungen anhand des Warterbuchs zu
finden. Dies funktioniert nur, wenn maximal ein Buchstabe nicht erkannt wurde. Am Ende der
Erkennung werden bis zu maximal finf Interpretationen, gewichtet nach ihrer Wahrscheinlichkeit,
an den Benutzer ausgegeben. Ist die wahrscheinlichste Interpretation nicht richtig, wahlt der
Benutzer entweder unter den anderen vier die Richtige aus, oder gibt das Wort erneut ein. Wenn
eine der gefunden Interpretationen ausgewahlt wird, wird die Eingabe zusammen mit der richtigen
Interpretation in einem speziellen Trainingset abgelegt. Dieses Set wird bei der nachsten manuell
angestolRenen Lernphase von der Lerneinheit zusétzlich zu den mitgelieferten Trainingsdaten bei
der Erstellung der Prototypen berucksichtigt. So lernt das System auf Dauer die Handschrift seines
Hauptverwenders. Interessant an diesem Ansatz ist, dass keine klassischen Lernalgorithmen wie
HMMs oder neuronale Netze verwendet werden, sondern heuristische Suchen mit selbstdefinierten
Vergleichsregeln. Mit 50 vorgelernten Wortern erreicht das System eine Erkennungsrate von
90,3%. Bereits nach 500 gelernten Wortern innerhalb des Adaptionsprozesses wird eine Rate von
95,9% erreicht. Getestet auf einem SUN Sparc funktionierte das System gut bei kleinen
Worterbuchern mit 1000 Wortern. Bei groRerem Vokabular von 10000 Wartern benétigte es jedoch
uber zehn Sekunden, um ein Wort zu erkennen.

R.K. Powalka et al. beschreiben in [8], wie sieihrenAnmu | t i pl e i nteractive se
(SEG), der einen segmentierenden Ansatz verwendet, um zwei globale Ansdtze zu einem
Hybridsystem erweitern. Die Erkennung bei der Segmentierung liefert gute Ergebnisse, wenn die
Buchstaben in einem Wort klar trennbar sind. Kommt es jedoch zu Uberschneidungen von
Buchstaben aufgrund einer nicht idealen Handschrift, sinkt die Erkennungsrate. Im Durchschnitt
erreicht SEG Erkennungsraten von 48%. Die Erweiterung sieht vor, dass dort, wo die Segmentation
keine klaren Ergebnisse liefert, zusétzlich eine globale Methode bei der Entscheidungsfindung hilft.
Dafiir haben die Autoren zwei Worterkennungsalgorithmen entwickelt und getestet. Fur beide muss
aber zuerst eine Zonen Kilassifikation durchgefuihrt werden, die erkennt, ob es nur eine mittlere
Zone fir Kleine Zeichen, eine obere und mittlere flr Zeichen mit Oberlédngen, eine untere und
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mittlere  fur  Zeichen  mit
Unterlangen oder eine obere, scender/Descender] AD

mittlere und untere fiir Zeichen mit I recoanzer (A9)

Ober- und Unterlangen gibt (siehe

auch Abbildung 11 b auf Seite 17). hanm—@ VB
Hierfir verwenden die Autoren data o b5 apLy
eine Kombination von Gy ertesten 5 vBLY
Histogramm- und Extrema- Multiple Interactive

Methoden. Mittels Histogramm e G) °Fa

lasst sich das VorhanQensein VON - Apbildung 7: Zusammenhang der einzelnen Recogniz¢8].
Zonen zwar besser auffinden, daftr

lassen sich die Zonengrenzen nur

schwer feststellen. Mit den Extremas hingegen eine bessere Abgrenzung zwischen zwei Zonen
moglich ist, dafir ist aber das Erkennen von Zonen als Ganzes schwerer. Sind die Zonen eines
Wortes bestimmt, sucht der erste Ansatz nach Ober- und Unterlangen (Ascender/Descender, AD)
von Buchstaben, die iiber eine berechnete mittlere Zone hinausgehenwiez . B. bei m Abi# .
Methode berechnet Schnittpunkte von Abstrichen® mit einer imaginaren Linie (Vertical Bars, VB),
die durch die Mitte der mittleren Zone gezogen wird. Ein zusétzliches Verifikationsmodul fir
Buchstaben (Letter Verification, LV) nutzt die Ausgabe des SEG zur besseren Bewertung der
extrahierten Merkmale der beiden globalen Methoden (siehe Abbildung 7). AnschlieRend wird das
Worterbuch nach Ubereinstimmungen der extrahierten Merkmale durchsucht und die besten
Ergebnisse zuriickgeliefert. Das Aufbauen der Datenbank kann hierbei automatisch durch
Festlegung der Werte jedes Buchstabens bei idealer Schrift erfolgen. Getestet haben die Autoren
ihre Methoden mit 16 Schreibern, die jeweils die gleichen 200 Worter erfassten. Diese Worter
waren wiederum Teil eines 4107 Worter umfassendem Worterbuchs. Im Vergleich aller Methoden
einzeln, schnitten die globalen Ansétze wesentlich schlechter ab als SEG, wobei die Ansdtze mit
LV bereits nahe an den Erkennungsraten von SEG liegen. Bei Betrachtung der besten flnf
gelieferten Ergebnisse verbesserte sich SEG nur um 5%, wohingegen sich die globalen Ansétze um
20% verbesserten und damit fast an die Erkennungsrate von SEG heranreichten. Kombiniert mit LV
uberstiegen die globalen Methoden SEG sogar. Werden immer mehr gelieferte Wortalternativen als
Ergebnis des Erkennungsprozess zugelassen, steigt die Erkennungsrate der globalen Ansatze sogar
auf Uber 75% bei 25 Wortalternativen. Jedoch scheint mir diese Zahl wenig praktikabel, denn ein
System, das dem Benutzer 25 Worter liefert, die evtl. richtig sein kénnten, aber die Erkennungsrate,
dass das erste Wort der Liste richtig ist, nur bei 48% liegt, wiirde mich wenig zufrieden stellen. Die
Kombination von SEG mit VB, ADLV und VBLV in einen hybriden Ansatz liefern hingegen
bereits bei funf Wortalternativen eine Erkennungsrate von etwa 75%. Nur SEG in Verbindung mit
AD ohne LV liefert immerhin noch knapp 66%. Bei nur einer

Wortalternative verbesserte der hybride Ansatz mit der besten fr e BAS
Methode SEG und VBLV die Erkennungsrate immerhin auf S AEEEamnssrace il
61,9% im Vergleich zu SEG alleine mit 48,5%. AENIRARR RSN ZS ig‘-"”“}
i Zome |

In [9] wird von Dehghan et al. ein globaler Ansatz fur die ) 9—’5&‘ }22:22
Erkennung von Farsi aufgezeigt. Farsi ist eine Erweiterung A 5,__,": — }

. f L . S sl BP .Y Zone 3
der arabischen Schrift, somit ist laut Autoren auch eine I,
Anwendung auf andere arabische Schriften méglich. Um die Snan=ERESESESE one 4

Merkmale zu extrahieren, wird auch hier ein Sliding Window Abbildung 8: Zerlegung einer
eingesetzt. Ein Wort wird dabei vertikal in mehrere Bereiche Wortgrafik [9].

geteilt, die sich gegenseitig zu 50% uberlappen. Durch die

groBen Uberlappungen bei diesem Ansatz sollen Besonderheiten der arabischen Schrift besser

¥ Striche, die von oben nach unten filhren im Gegensatz zu Aufstrichen, die von unten nach oben geschrieben werden.
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berucksichtigt werden. Jeder Bereich wird anschlieBend horizontal in fiinf Zonen aufgeteilt (siehe
Abbildung 8). AnschlieBend wird flir jede Zone anhand der Strichrichtung innerhalb der Zone ein
Histogramm gebildet und dieses mithilfe eines Codebooks quantisiert. Die Autoren verwendeten fir
das Codebook ein speziell trainiertes Kohonen-Netz. Dadurch sollen die Trainingszyklen des
Hidden Markov Modells, das bei dieser Arbeit als einzelnes Netz ausgefuhrt ist, reduziert werden.
Die Autoren erreichten bei der Anwendung auf handgeschriebenen Staddtenamen von 198
arabischen Stédten eine Erkennungsrate von 65% auf den Testdaten bei 17.000 Datensétzen, wovon
60% Trainings- und 40% Testdaten zufallig gewahlt wurden.

Auch Giinter und Bunke arbeiten in [10] mit ) ) _
einem Sliding Window zur sy p:f?—laﬂ P 20
Merkmalsextraktion ~und HMMs  zur V) \ (.
Erkennung. Im Gegensatz zu den anderen 260 /" {P{*l ’*ll,f)'_g_{f(’*?"’!’  Plulsey L pend |59

gezeigten Arbeiten, die auf ein Sliding '\_T,/' \._:_/ "\_:f/"
Window setzten, geht es hierbei jedoch nicht i i i
um Wordspotting Aufgaben?, sondern um blo | 5) b(o | 5) b(o | s14)

normale Sprache. Das Fenster zum Scannen  appildung 10: HMM fir einen einzelnen Buchstaben[10].
setzen die Autoren auf eine Breite von einem

Pixel und der Hohe des Wortes. AuRerdem lexicon words character models
verwenden sie keine Uberlappung zwischen  : d

den Bereichen. Fiir jeden Bereich und somit A& ... 8
jeden Pixel in der Breite eines Wortes werden Eﬁﬂ—ﬁ

neun Merkmale extrahiert. Zur Erkennung  :

verwenden sie wie Cho et al. ein HMM je [ o _Iﬂ "JL_I
Buchstabe jedoch ohne extra HMMs fir die -’—?

Verbindungen  zwischen  diesen  (siehe . ‘

Abbildung 10). Dieser Ansatz wurde bis dahin

o
nur bei Wordspotting Aufgaben verwendet, [ @ o &
jedoch nicht fiir das Erkennen von normaler :
Sprache. Hier war es eher tiblich ein HMM fur s _
alle Worte oder ein HMM pro Wort zu ' ABmern

Verwend_en- Die Autoren begriinden _die Abbildung 9: Verbindung der Buchstabenmodelle fiihr
Entscheidung, dass  dadurch  weniger zu Wortmodellen[10].

Trainingsdaten bendtigt wirden. Um damit

nun ganze Worter bilden zu kdnnen, werden

auch hier die einzelnen Modelle der Buchstaben zu einem grofRen Modell fiir jedes Wort des
Worterbuchs verbunden (siehe Abbildung 9). Die Klassifikation eines Wortes ergibt sich schlief3lich
durch die beste Ubereinstimmung des jeweiligen Modells mit einem der zusammengesetzten
Modelle aus dem Worterbuch. Mit 9861 Trainingsdaten und 3850 Testdaten von dber 80
verschiedenen Personen auf einem Worterbuch mit 2296 Wortern erreichte das System eine
Erkennungsrate von knapp 82%.

Wie die genannten Arbeiten zeigen, werden Globale Ansatze meist nur bei OCR Aufgaben
verwendet, bei denen eine Segmentierung ebenfalls sehr aufwéndig wére. Gerade sogenannte
Wordspotting Aufgaben, wie sie z.B. bei Postsortierstellen notwendig sind, verwenden globale
Ansétze. Bei diesen Aufgaben handelt es sich um begrenzte Lexika und meistens ist eine
Segmentierung aufgrund unterschiedlicher Schreibstile und stark verrauschtem Eingangsmaterial

* Beim Wordspotting enthalt das Wérterbuch nur wenige Eintrage, dafiir kann die Schreibweise sehr stark variieren.
Solche Methoden werden z.B. zur automatischen Sortierung von Briefen anhand der Briefkdpfe verwendet. Hierbei
werden nur wenige Stadtenamen im Worterbuch gehalten, jedoch unterscheidet sich die Handschrift fur jede Stadt
zwischen unterschiedlichen Schreibern sehr stark.
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sehr schwer bis gar nicht mdglich. Problematisch ist jedoch immer der Suchraum bei grofRen
Lexika, weshalb solche Systeme fiir eine normale Sprache, bei welcher das VVokabular schnell Giber
50000 Wortern beinhaltet, wenig geeignet sind. Leider machen die wenigsten Autoren Angaben zu
der Geschwindigkeit ihrer Algorithmen auf Worterblchern solcher GroRe.

3.2. Segmentierende Ansatze

Bei diesen Ansatzen geht es darum, ein Wort in mehrere Bereiche zu unterteilen und die Bereiche
separat zu erkennen. Die Bereiche missen dabei nicht zwangslaufig den Buchstaben entsprechen,
sondern sie mussen auf den Erkennungsalgorithmus abgestimmt werden. Im Vergleich zu den
globalen Algorithmen aus Kapitel 3.1 bend6tigen die Algorithmen zum Segmentieren mehr Wissen
uber die Schrift der zu segmentierenden Worter. Solche Algorithmen kdnnen in drei Kategorien
eingeteilt werden:

- Regionsbasierte Methoden: Es wird versucht, Bereiche mit bestimmten Merkmalen zu
finden und anhand dieser zu segmentieren.

- Konturbasierte Methoden: Anhand der Kontur werden dominante Punkte gesucht, an denen
segmentiert werden soll.

- Erkennungsbasierte Methoden: Diese sind meist stark mit dem Erkennungsalgorithmus
verwoben, sodass eine Segmentierung ohne Erkennung alleine nicht moglich ist.

Lu und Shridhar geben in [5] einen Uberblick Uber diverse

Algorithmen, die bis zum Erscheinen der Arbeit 1996 erfolgreich b

von anderen Autoren umgesetzt wurden. Im Bereich der

segmentierenden Algorithmen nennen sie z.B. den Algorithmus von

Boinovic und Srihari [11]. Sie zerteilen ein Wort vertikal in @

mehrere Bereiche, wobei jeder Bereich einen Buchstaben oder . uppes zone
einen Teil davon beinhaltet. Um dies zu erreichen, werden zuerst e sone
die horizontalen Bereiche flr die obere, mittlere und untere Zone W
identifiziert. Lokale Minimas an der unteren Kontur innerhalb der lower zone
mittleren Zone deuten auf Verbindungen zwischen Buchstaben hin ®

und werden daher als Segmentierungspunkte (PSP) vermerkt.

Schleifen in der unteren Zone besitzen in dieser ebenfalls ein gol

Minimum, der PSP wird dann an der Stelle gesetzt, an welcher die
Linie von der unteren Zone wieder in die mittlere Gbergeht. Dabei
ist ein PSP nur glltig, wenn es innerhalb einer festgelegten Distanz
keinen weiteren PSP gibt und die vertikale Projektion aller Pixel
unter einer bestimmten Schranke ist. Aus jedem Segment werden o
anschlieBend topologische und geometrische Merkmale extrahiert,
um Buchstabenvorschlage und Wortformationen zu bilden. Das @

System erreichte 77% bei I_Daten, die von einer Pers_on trainiert und Abbildung 11: Wortgrafik (a),
getestet Wurden Und bIS ZU 63%, wenn dle Daten von e|ngete||t in drei Zonen (b), suchen
unterschiedlichen Personen stammten. der PSPs (c + dJ5].

Ein weiterer in [5] genannter Algorithmus stammt von Chen at al.

[12] und basiert auf Singualrities (Einzigartigkeiten) und Regularities (RegelmaRigkeiten). Nach
einer Reihe von Preprocessing Techniken wird jedes schwarze Pixel der Wortgrafik in eine der zweli
Klassen Al sl andsf u mireteild Bstaridsd gind sddbei vertikale Strichfilhrungen
wohingegen Bridges zwei Islands miteinander verbinden. PSPs durfen dabei nur auf den Bridges
liegen und werden mit dem Viterbi [13] Algorithmus mit einer speziellen Kostenmatrix gesucht, bei
der die Kosten auf den Bridges minimal sind. Die Autoren kdnnen zeigen, dass dabei in einem
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Segment nie mehr als zwei Buchstaben liegen. Aullerdem kann ein Buchstabe maximal in drei
Segmente geteilt werden. Die erkannten Segmente werden anschliefend einem HMM zugefiihrt.
Auf einer USPS® Datenbank mit 1583 Wértern, wovon 1489 als Trainings- und 94 als Testdaten
verwendet wurden, erreichte das System eine Erkennungsrate von 68% bei Betrachtung nur des
besten Wortes und 84% bei den besten zwei erkannten Wortern.

Balestri und Masera [14] betrachten das Finden der optimalen PSPs als Suchraumproblem. Wenn
man zundchst jeden Punkt innerhalb eines Wortes als PSP betrachtet, benétigt man nur eine Reihe
von Funktionen, die diese Hypothese fiir jeden einzelnen Punkt bestétigen oder verwerfen. Da dies
nicht in annehmbarer Zeit moglich ware, verwendeten die Autoren den A*-Algorithmus fir eine
heuristische Suche. Die Hauptaufgabe besteht darin, die heuristischen Kostenfunktionen g(n) und
h(n) zu definieren. Daflr misse man sich den Satz aller méglichen PSPs als gewichteten Graph
vorstellen, indem der Pfad mit den kleinsten Gewichten bzw. den niedrigsten Kosten gesucht wird.
Die Kostenfunktionen geben die Autoren wie folgt an:

Qi 0 wi at
0

P N QQOUL zRNeii

Qi 0 ®OiI O
Q¢ Qe p 0
"QE Qe Q¢

Wobei N die Breite des Wortes, w die Distanz zwischen dem letzten angenommenen PSP und dem
néchsten, s die Position des letzten PSPs, p[width = w] die Wahrscheinlichkeit eines w-Breiten
Buchstabens und p[pos = s] die Wahrscheinlichkeit, dass der PSP an Stelle s einen tatséachlichen
PSP darstellt. Wobei letzteres einen geschatzten Wert aufgrund einiger einfacher Merkmale
darstellt. Die Wahrscheinlichkeit flr die Breite eines Buchstabens wurde anhand statistischer Werte
fur die englische Schrift berechnet. Um die Berechnungsdauer weiter zu verbessern, entwickelten
die Autoren eine weitere Bedingung, um manche Zweige die der A*-Algorithmus erweitert von
vorneherein auszuschlieBen. Dies geschieht dann, wenn die Anzahl der gedffneten Knoten einen
bestimmten Wert Ubersteigt. Damit ist die Zuldssigkeit zwar nicht mehr gegeben, die Autoren
behaupten aber, keine praktischen Probleme dabei beobachten zu kdnnen. Leider werden in der
genannten Quelle keine Ergebnisse fuir den Algorithmus berichtet.

Bhowmik et al. trainieren ein neuronales Netz, um Worter in Bangla in einzelne Buchstaben im
Rahmen einer OCR Aufgabe zu zerlegen [15]. Banlga ist eine indische Schrift, die (wie alle
indischen Schriften) kursiv geschrieben wird. Ahnlich der normalen deutschen Langschrift hat
Bangla eine obere, mittlere und untere Zone. Buchstaben werden normalerweise entlang der
AMatrafi miteinander verbunden. Dies ist di
Wenn die Matra und die Baseline, welche die Grenze zwischen mittlerer und unterer Zone darstellt,
erkannt werden, konnen die Zonen eindeutig bestimmt werden. Deshalb werden
Segmentierungsalgorithmen fiir Bangla maRgeblich an ihren Fahigkeiten fir die Erkennung der
Matra gemessen. Die Autoren gehen jedoch einen anderen Weg und versuchen die Baseline und
Headline anhand der horizontalen Projektion und des horizontalen Histogramms fiir schwarze Pixel
zu erkennen. Dadurch lasst sich ebenfalls die mittlere Zone bestimmen.

® United States Postal Service, also der Deutschen Post in Amerika.
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middle zone
Abbildung 12: Mittlere Zone durch die horizontale Projektion[15].

AnschlieRend werden fir jeden Konturpixel die Position relativ zur mittleren Zone, die Werte des
vertikalen und horizontalen Histogramms und die Richtungen der L Nachbarpixel der Konturlinie
jeweils vor und nach dem aktuellen Pixel als Merkmale extrahiert. Ein neuronales Netz entscheidet
dann anhand der Merkmale, ob es sich um einen Segmentierungspunkt handelt oder nicht. Das Netz
wurde zuvor mit manuell bestimmten Beispielen fir beide Klassen trainiert. Tests ergaben, dass das
Netz zum Ubersegmentieren neigt, was aber in der Beschaffenheit mancher Buchstaben in Bangla
zu begriinden ist. Daher fuhren die Autoren ein Postprocessing durch, um die Ergebnisse des Netzes
zu verfeinern. Getestet wurde der Algorithmus auf einer Datenbank mit beriihmten Stadtenamen aus
dem westlichen Bengalen. Bei L = 8, was einer Grofie des Merkmalsvektors von 20 entspricht,
erzielten die Autoren mit 88,1% korrekt erkannten Segmentierungspunkten die besten Ergebnisse.
Jedoch lagen auch die Ergebnisse fir L =5, 10, 15 mit 87,4%, 87,3% und 87,5% nur unwesentlich
darunter.

Ma und Leedham zeigen in [16] einen Ansatz fir die Erkennung von Rengun, eine Art Kurzschrift

fir die Chinesische Sprache, mit der gelibte Schreiber bis zu 200 Wortern pro Minute erfassen

kénnen. Da fir Renqun die Ublichen geometrischen Techniken um typische OLCR Features wie

Ober- und Unterlangen, Schleifen, Scheitelpunkte oder Wolbungen zu erkennen aufgrund des
Schriftbilds nicht m°glich siodtfinMetzbodd) edHF#
und Chin [177 er st mal s vorgestellt wur de. Sil® dedhi e nt
Auffinden von markanten Stellen aus denen sich anschlielend entsprechende Merkmale extrahieren

lassen. Die Aregion of supportfi wird an einem Punkt gebildet, indem die Nachbarn des Punktes
betrachtet werden. Es werden solange Nachbarpunkte hinzugezogen, bis bestimmte Regeln
zutreffen. Die Menge der Nachbarn die nétig sind, um die Bedingungen wahr werden zu lassen,

sind die Aregion of supportiides Punktes. Innerhalb einer Aegion of supportfiwird anschlieBend der

Punkt mit der groBten Krimmung als dominierender Punkt selektiert. Danach werden Schleifen,
Haken und As lyesucht undmler Listeidar domiearstefi Punkte hinzugefiigt. Letzteres

sind kurze Strichzlige am Anfang oder Ende der Eingabe.

Besonders interessant hierbei, auch im Hinblick auf die spatere Erkennung
von DEK, ist der Ansatz zur Schleifenerkennung. Die Eingabe wird hierfur
in einen 16-direction Freeman chain code umgesetzt, bei dem zwischen
jeweils zwei Punkten die Steigung gemessen und in 16 Werten quantisiert
wird. Aus einer Eingabe entsteht somit eine Sequenz der Richtungen von
einem Punkt der Eingabe zum jeweils nachsten. Diese wird anschlieBend in region2
Bereiche geteilt, immer an denen Stellen, an denen sich der Wert der
Richtung in der Sequenz dndert. Alle Richtungen innerhalb eines Bereichs Region 3

sind also gleich und kénnen daher als gerade Linie betrachtet werden. Als  apbildung 13

néchster Schritt werden alle Bereiche mit den jeweilig vorhergehenden Schieifenerkennung[18].
Bereichen auf Uberlappungen untersucht. Dies kann allein aufgrund der

Hohe, Breite und Lage der Bereiche geschehen. Zu guter Letzt werden fur

alle sich Uberlappenden Bereiche die Schnittpunkte berechnet. Liegen diese jeweils in beiden
Bereichen, dann wird eine Schleife angenommen (siehe Abbildung 13). So konnen alle
geschlossenen Schleifen erkannt werden. Fur nicht geschlossene Schleifen, die es bei Requn
ebenfalls wie bei DEK nur am Anfang und Ende geben kann, bedienen sich die Autoren eines
einfachen Tricks: die Eingabe wird am Anfang in entgegengesetzter Strichrichtung und am Ende in
Strichrichtung um ein Stuck ergénzt, um eine offene Schleife zu einer geschlossenen werden zu

Region 1
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lassen (siehe Abbildung 14). Daraufhin kann dann derselbe Algorithmus fur geschlossene, als auch
fur offene Schleifen verwendet werden.

P A
/ '
Abbildung 14: Drei Arten von Schleifen und Erkennung durch Erweterung [16].

Im Anschluss daran wer den di e gefundenen Adomi nant p
appr oxi mat i oDalfiei wardercdominange Punkée,rdie in einer region of support erkannt
wurden aber innerhalb einer Schleife liegen, geldscht. Hierfur werden fir jeweils zwei der
dominanten Punkte zwei Parameter berechnet. Ist einer der beiden Parameter unter einer
bestimmten Schranke, wird der zweite Punkt geldscht. Ansonsten wird einer der beiden Punkte
anhand der Parameter ausgewahlt und mit dem néchsten dominanten Punkt verglichen. Dies wird
solange wiederholt, bis alle dominanten Punkte den Bedingungen geniigen. Die Autoren wahlten
die Schranken hierbei so, dass eher etwas bersegmentiert wird damit, keine wichtigen Merkmale
der Kurve verloren gehen. Aus jedem Segment zwischen zwei dominanten Punkten werden neun
Features extrahiert und zwei Backpropagation Netzen zugefiihrt. Das erste liefert dabei eine
Aussage dariiber, ob es sich um einen ASt r ok e i h a n d eimtFalleceides erkanntén ¢ h t .
Strokes wird das zweite Netz herangezogen, um den genauen Typ aus neun méglichen zu
identifizieren. AnschlieBend werden falschlich angenommene dominante Punkte, die zu
Ubersegmentierung fiihrten, geloscht. Dazu werden, angefangen beim zweiten dominanten Punkt p;,
der jeweils sichere VVorganger pi.1 und die jeweils nachsten zwei Punkte pi:; und pis, betrachtet. Ist
der Abstand zwischen p; und pi.; Kleiner als die minimale Stroke Lange und der Abstand zwischen
pi-1 und pi+> kleiner als eine maximale Stroke L&nge, wird einer der beiden Punkte p; oder pi+1
anhand gewisser Regeln geloscht. Am Ende haben alle dominanten Punkte die geforderten
Abstande und kdnnen als sichere Segmentierungspunkte angesehen werden. Abbildung 15 stellt den
gesamten Ablauf nochmals grafisch dar. Tests zeigten eine korrekte Segmentierung in 99% der
Félle bei einer nicht schraggestellten Schrift, hingegen nur knapp 72% bei einer Schrégstellung von
15° bis 25° und knapp 84% bei circa 45°.

Segmentation Classification

D
Dominant point C .
Detection Y/} E
A B Dummy C D
Dominant point F
Suppression

G
Rhyme F
Detection
l Rhyme 2 Consonants

Rhyme 1 ‘-\‘*-
D Stroke

Classification
Dominant point C
Adjustment F Rhymes

Abbildung 15: Grafische Darstellung des Prozessd&6].
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Den gleichen Algorithmus wie in [16] verwenden Ma und Leedham zusammen mit Higgins und
Htwe in [18] zur Erkennung von Pitman, einer Kurzschrift fur die englische Sprache. Requn und
Pitman unterscheiden sich dabei nur geringfligig. Fur Pitman wurden lediglich einige Anpassungen
der Parameter vorgenommen und ein zusatzlicher Schritt fir die Erkennung von Vokalen und
Diphthongen hinzugefligt. Diese werden in Pitman durch kurze Striche oder Punkte entlang der
Konsonantenzeichen angedeutet. Die Erkennung ist dabei recht einfach geldst. Wenn die Eingabe in
ein 1,5mm2 grolles Raster passt und weniger als 100ms dauerte, dann wird ein Punkt erkannt.
Liegen alle Punkte einer Eingabe im Abstand von 0,5mm zu der Linie, die Anfangs- und Endpunkt
verbindet, so wird ein Strich angenommen. Fir Diphthonge wird die Unterscheidung anhand eines
8-direction Freeman chain codes der Eingabe getroffen. Die Position eines VVokalzeichens bestimmt
dabei die genaue Bedeutung. Hierzu wird der dominante Punkt K mit dem geringsten euklidischen
Abstand zu einem Vokal oder Diphthong gesucht. AnschlieRend wird der Punkt H zwischen den
dominanten Punkten K-1 und K+1 mit dem geringsten Abstand berechnet. AnschlieBend bestimmt
die Position von K und H die genaue Art des Vokals oder Diphthongs. AulRerdem gehen die
Aut oren auf das besonders schwercet iBornksefin neeinn .v ol
Verbindungen,d i e quas.| gerade verlaufen, also von de
Autoren auch mit anderen mathematischen Mitteln nur schwer erfasst werden konnen. Daher
empfehlen sie, diese speziell zu kennzeichnen um die Maschinenlesbarkeit zu erhdhen. Durch einen
Kreis von beliebiger GroRe in der Nahe der smoothed junction konnte diese einfacher als
dominanter Punkt erkannt und weiterverarbeitet werden. Tests des Systems mit drei Schreibern
fihrten fir Anormalesii Pitman (ohne die eingefiihrte Regel) zu einer durchschnittlichen
Erkennungsrate von 75,33%. Bei einem zweiten Experiment, bei dem nur die neu eingefuhrte Regel
fir die Maschinenlesbarkeit der smoothed junctions evaluiert werden sollte, stellten die Autoren
eine um 55,88% (von 37,53% zu 93,41%) hohere Erkennungsrate mit der neuen Regel fest. Die
Schreiber bendétigten fiir die Eingabe dabei 14,42% mehr Zeit als ohne die Regel.

Eine Segmentierungstechnik fir Sindhi anhand von Height Profile Vectors (HPV) zeigen Shaikh et
al. in [19]. Sindhi ist eine arabische Schrift, die kursiv auf einer gedachten Grundlinie (Baseline)
geschrieben wird. Die Autoren weisen auf die Ahnlichkeit zu anderen arabischen Schriften hin und
somit auf die Ubertragbarkeit ihres Algorithmus auf andere arabische Schriften. Da es sich um eine
OCR Aufgabe handelt, werden zunéchst Preprocessing Techniken angewendet und die Grundlinie
erkannt. Fur die Erkennung von PSPs werden zunachst die HPVs gebildet. Der Wert an der Stelle i
im HPV wird bestimmt durch den grofiten Abstand eines Pixels in einer ein Pixel breiten Spalte an
der Stelle i zu der erkannten Grundlinie. Bei einem Wert von 0 fir i im HPV liegt der Punkt i also
genau auf der Grundline. Weisen eine bestimmte Anzahl von aufeinanderfolgenden Werten des
HPV einen Wert von 0 auf, wird hier ein PSP angenommen. Die Anzahl n der angenommenen PSPs
bestimmt damit grob die Anzahl der Buchstaben. Ist n > 1, wird jeweils der letzte gefunden PSP
einer weiteren Prufung unterzogen, um sechs Spezialfélle zu unterscheiden, denn scheinbar kénnen
bei der Segmentierung von Sindhi mit dem genannten Algorithmus nur hier Unsicherheiten
auftreten. Leider werden auch in dieser Arbeit nur sehr unvollstandig formulierte Testergebnisse
geliefert. Der Algorithmus scheint bis auf zwei Spezialfélle zu funktionieren. Wobei einer dieser
Falle wohl nicht als Fehler angesehen werden kann. Fir den anderen schlagen die Autoren eine
genauere Betrachtung in der nachsten Phase der Erkennung vor.

Eine OCR Methode um Jawi (ebenfalls eine arabische Schrift) in gescannten Dokumenten zu
segmentieren, haben Razak et al. in [20] gezeigt. Dabei legen die Autoren vor allem Wert auf eine
Implementierung, die leicht in Hardware gegossen werden kann. Dazu wird zunéchst ein gescanntes
Dokument in Textzeilen zerlegt. Fur jede Zeile wird dann ein Histogramm gebildet, indem die
schwarzen Pixel einer Spalte gezahlt werden. Der grofite Wert des Histogramms wird fiir die
Normalisierung des Histogramms in der nachsten Stufe gespeichert und die Gradienten fur jede
Stelle des Histogramms gebildet. Bei der Normalisierung werden nun die aufeinanderfolgenden
negativen Gradienten gezahlt. Ubersteigt die Anzahl negativer Gradienten die vorher festgelegte
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Schwelle, werden alle Gradienten dieses Blocks von negativen in positive konvertiert. Die
normalisierten Gradienten des Histogramms werden nun verglichen. Findet ein Ubergang von
negativ nach positiv bei zwei aufeinanderfolgenden Werten statt, wird ein PSP gesetzt. Danach
werden alle gefunden PSPs durchlaufen und uberprift, ob diese innerhalb eines bestimmten
Bereichs (sliding window) liegen. Wenn ja, wird an der Stelle des PSPs segmentiert, wenn nicht,
wird am Ende des Bereichs segmentiert. Die Breite des Bereichs ergibt sich aus der berechneten
Hohe der aktuellen Textzeile. Abbildung 16 veranschaulicht den gesamten Prozess nochmals.
Probleme soll dieser Ansatz nur bei sich Uberlappenden Buchstaben haben. Angewendet auf ein in
Jawi geschriebenes Dokument aus dem 17. Jahrhundert erreichte der Algorithmus eine 98%
Genauigkeit bei der Segmentierung der Buchstaben.

End of signs?

|
Start i ) ) L _ Character segmentation
'~ Hidiogiani genefation § 7T | ir——®| Find next histogram sign
| |
\ # Find next text line pixel column \ i
| v i
! : _ Lo Negative meets
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i Y |
T
| |
|
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! Yes ! |
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| Generate histogram. | :
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| Set gradient sign value | :
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|
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End of signs?

Sef text line height

Histogram gradient sign normalization

Abbildung 16: Flow Chart der Buchstabensegmentierung20].

Rehman et al. [21] vergleichen einen impliziten mit einem expliziten Ansatz zur Segmentierung von
Schriften, welche auf dem lateinischen Alphabet beruhen. Ideale PSPs liegen bei kursiven
Schreibstilen dabei auf den Ligaturen (Verbindungen zwischen zwei Buchstaben). Beim impliziten
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Ansatz ist die Segmentierung eng mit der Erkennung
verbunden. Alle moglichen Segmente werden dabei

dem Erkennungsalgorithmus Ubergeben und dieser TTaT e I
entscheidet, ob  evtl.  mehrere  Segmente T T Wlmm
zusammengehdren. Trotzdem ist es dabei wichtig, die (@) (b)

Segmente sorgfaltig zu waéhlen. Eine

Ubersegmentierung ist dabei besser als zu wenig Ml '
Segmente, jedoch bedeutet jedes (berschissige HHLO|M\|MU LWO W-RU
Segment zusatzliche Berechnungsdauer, um falsche ()

PSPs zu verwerfen. Aullerdem kann es Dbei .
Ubersegmentierung dazu kommen, dass Teile eines W|\LJQL|
Buchstabens als eigenstandiger Buchstabe erkannt '

werden. Daher wahlten die Autoren einen e
heuristischen Ansatz in der ersten Phase, der das Wort Abbildung 17: Impliziete Segmentierung nach21].
ubersegmentiert aber gleichzeitig unnétige PSPs

versucht zu eliminieren. Dazu wird zuerst das Wort in

Segmente der Breite x = h / 18 geteilt, wobei h die H6he des Wortes angibt und 18 einen empirisch
festgelegten Wert darstellt. AnschlieBend werden Schleifen durch Schnittpunkte von zwei Linien
erkannt und die Teilung im Bereich der Schleifen aufgehoben. Im néchsten Schritt werden alle
ubrigen Segmente, die durch dieselbe Linie durchlaufen werden und in einem Abstand von X
zueinander stehen, verworfen und zu einem Segment verbunden. Zuletzt werden alle dann noch
ubrigen Segmente zusammengefasst, die im Abstand von x zueinander stehen. Die Autoren kdnnen
zeigen, dass aufgrund der getroffenen Hypothesen, ein Buchstabe maximal in zwei Teile geteilt
wird.

{d}

Beim expliziten Ansatz werden PSPs zunéchst Uberall dort gesetzt, wo das vertikale Histogramm
einen Wert von 0 oder 1 aufweist. AnschlieRend werden alle PSPs verworfen, die in ihrer ndheren
Nachbarschaft bereits einen PSP besitzen. Alle dann noch Ubrigen PSPs werden von einem
trainierten neuronalen Netz anhand von Merkmalen der Dichtefunktion validiert.

Abbildung 18: Explizite Segmentierung nach21].

Fur die Erkennung der mit beiden Ansédtzen gefundenen Segmente extrahierten die Autoren die
Transition- und Profilprojektionsmerkmale. Ersteres wird anhand der Ubergénge von Vodergrund-
zu Hintergrundpixeln und umgekehrt berechnet, letzteres teilt das Segment in zwei gleiche Bereiche
und berechnet die Distanz der oberen und unteren Projektion von der Mittellinie. Diese Features
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wurden einem neuronalen Netz zugefiihrt und hinterher noch mit einem Lexikon abgeglichen. Der
Test auf 350 Waorter einer Datenbank ergab fir impliziten Ansatz eine Erkennungsrate von 79,23%
und fur die explizite Variante 80,91%.

Viele Arbeiten, auch basierend auf anderen Kurzschriftensystemen, liefern bereits gute bis sehr gute
Ergebnisse. Wobei bei der Vielfalt der Arbeiten es festzustellen gilt, dass gerade die Segmentierung
immer eine Aufgabe darstellt, die stark auf die zu segmentierende Schrift angepasst werden muss.
Ohne zusétzliches Wissen (ber die Besonderheiten einer Schrift ist keine vernlnftige
Segmentierung moglich. Das Studieren der Publikationen zeigt bereits jetzt deutlich, dass keine der
Methoden einfach auf DEK anzuwenden ist, sondern lediglich vereinzelte Impulse fiir das Losen
von Teilproblemen bei der Segmentierung von DEK liefern kdnnen. Keine der gefunden Schriften
gleicht dabei der DEK in besonderem MaRe. Eine genauere Analyse diesbeziiglich wird in Kapitel 4
gezeigt.

3.3. Kontexterkennung

Die Kontexterkennung ist zwar nicht Bestandteil dieser Arbeit, dennoch ist es fiir das Erkennen von
DEK unerlé&sslich, den Kontext, in dem gewisse Zeichen auftreten zu betrachten, um zwischen
mehreren Interpretationen eines Zeichens die richtige Alternative wahlen zu kénnen (siehe Kapitel
2.1). Untersuchungen in diese Richtung wurden unternommen, um bei der in Kapitel 4 gewahlten
Methode sicher zu gehen, dass eine spatere Erweiterung um Kontextsensitivitat problemlos moglich
ist. Daher sollen hier kurz Publikationen in diesem Bereich vorgestellt werden.

Hanson et al. zeigen bereits 1976 einen vom restlichen Erkennungssystem unabhangigen Kontext
Postprocessor (CPP), basierend auf bindren n-Grammen [22]. In ihrer Arbeit analysieren sie
bisherige Konzepte, die teilweise stark in den Erkennungsprozess eingebunden sind. Diese seien
jedoch sehr komplex und nur theoretisch interessant, doch in der praktischen Anwendung bleiben
die meisten den Erwartungen hinterher. Daher sollen Erkennungssysteme mit klar getrennten
Subsystemen nicht nur einfacher zu implementieren, sondern auch leistungsfahiger sein, da
Rickkopplungen aus einer spateren Phase leichter moglich sind als in komplex verwobenen
Systemen. Die Speicherung der Kontextinformationen erfolgt in bindren n-Grammen. Diese werden
anhand von bindren Trigrammen erldutert. Ein Trippel von Buchstabenpositionen (i,j,k)
spezifizieren ein 26 x 26 x 26 (im Falle eines lateinischen Alphabets) Array Dij, das
stellungsabhédngiges bindres Trigramm (positional binary trigram) genannt wird. Der (I,m,n)-te
Eintrag von Djj ist 1 genau dann, wenn es ein Wort gibt, welches die Buchstaben I, m, n an der i-
ten, j-ten und k-ten Position besitzt, ansonsten 0. Durch diese Datenstruktur kann sehr schnell
abgefragt werden, ob eine Buchstabenkombination moglich ist. Der Satz aller

stellungsabhédngiget bindrer Trigramme kann dazu verwendet werden, Fehler in Wortern mit m
Buchstaben zu erkennen und in bestimmten Fallen sogar zu beheben. Da ein Wort immer Buchstabe
fir Buchstabe validiert wird, wird beim Auftreten eines Fehlers davon ausgegangen, dass der
zuletzt hinzugenommene Buchstabe der Fehlerhafte ist. Anhand der beiden korrekten Buchstaben
gibt es im Satz der Trigramme 26 Kombinationen, die 0 oder 1 sein kdnnen. Ist genau eine dieser
Kombinationen 1, so kann der Buchstabe dieser Kombination angenommen werden. Gibt es
mehrere Mdglichkeiten, wird das Wort verworfen. Tests auf Wortern mit sechs Buchstaben zeigten,
dass der CPP 99% der Wortfehler erkennt und 50% davon korrigieren kann. Allerdings produzierte
das Verfahren auch neue Fehler, bei denen auch Worter korrigiert wurden, in denen weniger Fehler
gefunden wurden als diese eigentlich enthielten. Das Verhaltnis der hoheren Korrekturen zu den
erhdhten Fehlern lag jedoch bei 64:1 und 44:1 fir Worter mit einem bzw. zwei Fehlern. Die
gesamte Wortfehlerrate lag bei weniger als 1% und die der Buchstabenfehler betrug 0,23%. Diese
beeindruckenden Ergebnisse erzielten die Autoren allerdings auf Kosten von 21% verworfenen
Wortern mit drei oder mehr Fehlern. Sie begrinden dies aber damit, dass auch der Mensch
Probleme hat, ein sechsstelliges Wort mit drei Fehlern zu korrigieren.
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Goshtasby und Ehrich schlagen ein System auf Basis von Relaxation Prozessen vor [23]. Dies habe
den Vorteil, das nicht nur direkte Nachbarn eines Buchstabens, sondern prinzipiell jeder Buchstabe
eines Wortes Einfluss auf dessen Erkennung haben kann. Der Prozess nutzt dabei Informationen
uber Buchstaben, deren Erkennung sehr sicher ist, fir die Korrektur von unsicheren Buchstaben.
Der Ansatz benétigt also einen Classifier, der eine Liste moglicher Klassen mit deren
Wahrscheinlichkeiten fur jeden Buchstaben eines Wortes liefert. Die Autoren definieren ihren CPP

auf Basis der Relaxation Prozessen von Rosenfeld et al. [24] wie folgt: Sei 0 die

Anfangswahrscheinlichkeit mit 0 _ k 0 — _g dafiir, dass ein Buchstabe  d em Lab el
entspricht undi  _h_ die Wahrscheinlichkeit fiir das Label _aeles Buchstaben ¢ wenn das Label
_ des Buchstaben ¢& bekannt ist, dann entsprichti _h. k 0 — _s— . Verwendet man
nur die direkten Nachbarn eines Buchstaben, um die Wahrschemllchkelten fur ein Label zu
verfeinern, dann ist 'Q “Q p. Sollen zu jeder Seite U Nachbarn verwendet werden, entspricht

'Q oD phB A . Die Faktoren fiir den Beitrag des Relaxation Process werden definiert durch

no_ 11 _ho _
wobei _ _ _ 0 _ Ha&a Q1 n~ mip sind Gewichte, sodass gilt B 1 p. Mit
ihnen kénnen z.B. nahe Nachbarn eines Buchstaben stérker berticksichtigt werden als weiter
entfernte. Damit gibt 1 _ den Einfluss der Nachbarlabels fiir das Label _ des Buchstabens an
Stelle "Chach Qlterationen an. Die Anzahl der Nachbarn wird dabei durch "Cangegeben, wie stark
das Label von Buchstabe "Qdurch das Label von Buchstabe "Qbeeinflusst wird durch| . _ssteht

dabei fir das Label mit der héchsten Wahrscheinlichkeit an Stelle "QDie Autoren wenden diese
Definitionen anschlieRend auf die Relaxation Formel von Rosenfeld et al. an und erhalten

. O _ 1N _ . L.
0 _ — Q plghB
B O _n

0 _ gibt damit die Wahrscheinlichkeit fir das Label _ des Buchstabens an Stelle "Qnach
"Q p lterationen an, basierend auf der Wahrscheinlichkeit, dass es das Label _ nach "Qlterationen
hatte und dem Einfluss der Labels der Nachbarbuchstaben. Der Nenner dient der Normalisierung
und sorgt dafur, dass die Ausgabe Wahrscheinlichkeiten darstellen. Wenn der Prozess konvergiert,
erreicht genau ein Label jedes Buchstabens eine 100%ige Wahrscheinlichkeit. In diesem Fall wurde
ein Wort eindeutig erkannt. Ublicherweise sei es aber so, dass sich der Status eines Labels nicht
mehr verdndert, sollte die Wahrscheinlichkeit Uber 95% betragen. Fiir den praktischen Einsatz
schlagen die Autoren daher eine Schranke vor. Sollte die hochste Wahrscheinlichkeit fir ein Label
diese Schranke Ubersteigen, sollte der Prozess gestoppt werden. Leider liefern die Autoren keine
genauen Daten ihrer Testergebnisse, sondern lediglich die Aussage, dass der CPP viele Fehler des
Classifiers korrigieren konnte.

Wells et al. beméngeln in ihrer 1990 erschienenen Arbeit [25], dass die bis dahin ublichen
Methoden, Buchstaben anhand der Nachbarbuchstaben zu erkennen, eine gewisse Verbesserung
bringen, aber auch Fehler produzieren kénnen. Denn es sei damit nicht sichergestellt, dass die
Worter, die erkannt werden, auch tatsachlich Worter der spezifischen Sprache sind. Sie empfehlen
daher den Einsatz eines Worterbuchs. Nur dadurch wiirden ausschlie3lich Worter akzeptiert, welche
es auch tatsachlich gibt, auch wenn die Reject Rate der nicht glltigen Worter hoher sei als bei
anderen Ansétzen. Das von Forschern angesprochene Problem beim Einsatz von Worterbiichern,
dass diese bei einem ausreichend groRen VVokabular (50.000 Worter und mehr) zu viel Speicher und
Suchzeit bendtigen wirden, ist mittlerweile geldst, da Speicher immer ginstiger und Prozessoren
immer leistungsfahiger werden. Um die Suche dennoch so effizient und speicherschonend wie
maoglich zu machen, stellen die Autoren eine neuartige Datenstruktur fir das Speichern von
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Worterbiichern vor. Hash Tabellen und Baumstrukturen wiirden diesen Anspriichen geniigen. Doch
bei Hash Tabellen kdmen Kollisionen bei groRem Vokabular haufiger vor und es wére nur moglich,
ganze Worter abzugleichen und nicht nur Teile eines Worts wie z.B. den Anfang. Bei
Schreibfehlern wirde somit ein Wort komplett verworfen und es gabe keine Mdoglichkeit, Teile des
Wortes zu validieren und dadurch Fehler des Recognizers zu korrigieren. Aullerdem kann ein
Worterbuch auf Basis einer Baumstruktur bereits bei der Erkennung verwendet werden, nicht
maogliche Buchstabenkombinationen auszuschlieRRen, da eine Validierung Buchstabe fur Buchstabe
maoglich ist. Daher haben sich die Autoren fiir die Baumstruktur entschieden. Baume mit beliebiger
Verzweigung kénnen schneller durchsucht werden als Bindarbdume, weshalb sie fir ihren Fall einen
Baum mit 26-facher Verzweigung (ein Zweig fir jeden Buchstaben des Alphabets) wahlten. Um
jedoch unndétige Pfade nicht speichern und spéater auch durchsuchen zu missen, verbesserten sie die
normale Implementierung wie folgt: Ein Knoten speichert einen 32 Bit Integerwert und einen
Zeiger auf den Anfang eines Arrays. Dabei geben die ersten 26 Bit des Integerwerts an, ob ab
diesem Knoten eine Verbindung zu den jeweiligen Buchstaben des Alphabets fiihren (siehe
Abbildung 19). Beginnt der Wer t bei spi el swei se mi t

Buchstaben des aktuellen Knotahesr ekeai Mafc¢in AbIi
Arrays, auf das der Zeiger der Datenstruktur zeigt, kann an erster Position nun der Knoten fir den
Fal | des Buchstaben Aaidn an n2chster Stelle gc¢

Buchstaben Abfi und an dritter der hstdbe ist nicAtd i . E
notwendig, da dieser bereits ausgeschlossen wurde. Dadurch wird kein Platz fur den Zeiger eines

Pfades reserviert, den es nicht geben kann. An welcher Position im Array der gesuchte Zeiger fir

den néchsten Buchstaben steht, kann durch Zahlen der Einser im Integer Wert bis zum gewtiinschten
Buchstaben erreicht werden. Das letzte der 32 Bit gibt dabei noch an, ob der aktuelle Buchstabe das

Ende eines Wortes darstellt. Es muss also nur der Baum mit der gesuchten Buchstabenkombination
durchlaufen werden und das Wortende geprift werden, um die Korrektheit eines Wortes
festzustellen. Die tibrigen 5 Bit kdnnten flr weitere Optimierungen genutzt werden. Der Buchstabe

zu dem ein Knoten gehért, muss dabei nicht gespeichert werden, da sich dieser aus dem Pfad

innerhalb des Baums ergibt.

Tests im Vergleich zu einer herkdmmlichen Implementierung eines 26-fach verzweigenden Baumes
zeigten bei einem Worterbuch mit knapp 15.000 Wortern, dass die Suchzeit fir einen Satz etwa
doppelt so lange dauert (6 s zu 12 s), dafurr aber nur ein Zehntel des Speichers benétigt (4.9 MB zu
0.4 MB). Interessanterweise war die Methode bei einem Warterbuch mit 60.000 Wortern wiederum
doppelt so schnell (33 s zu 16 s) und bendtigte weiterhin nur etwa 10% des Speichers (15,1 MB zu
1,3 MB). Da ein Recognizer normalerweise fir jede Position eines Wortes eine Liste der moglichen
Buchstaben und deren Wahrscheinlichkeit liefert, muss jede Kombination dieser Worter mit dem
Worterbuch abgeglichen werden und die Wahrscheinlichkeit fiir das gesamte Wort berechnet
werden. Hierbei verwenden die Autoren den Mittelwert tber die vom Recognizer gelieferten
Wahrscheinlichkeiten aller Buchstaben eines im Warterbuch vorhandenen Wortes. Der CPP liefert
anschlief’end eine anhand der Wahrscheinlichkeiten sortierte Liste aller moglichen Worter.
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Abbildung 19: Baum mit reduziertem Speicherverbrauch nach25].

Einen vielversprechenden Ansatz liefern lwayama und Ishigaki mit einem Adaptiven Context
Processor (ACP) [26]. Die Methode baut auf einem Classifier auf, der eine Liste der besten
zutreffenden Kandidaten fur die Eingabe liefert. Als effektive Methode fur die Kontexterkennung
setzen die Autoren auf ein Context Dictionary (CD). Damit die Erkennung gute Ergebnisse liefern
kann, muss das CD eine gute Abdeckung einer groRen Anzahl an Eingaben eines Schreibers
aufweisen. Die Bandbreite der enthaltenen Eingaben eines CD sei dabei weniger entscheidend. Es
ist also wichtiger, im CD Eingaben vorzufinden, die von einem Schreiber regelmaRig eingegeben
werden. Dies ist nur mit einem adaptiven System moglich, da nur so neue Eingaben hinzugeflgt
werden konnen. Daher haben die Autoren ein Adaptive Context Dictionary (ACD) entwickelt, das
wéhrend der Laufzeit gebildet wird. Damit das Worterbuch kompakt bleibt, wird jede gespeicherte
Eingabe mit einem Zeitstempel versehen. Ein Least Recently Used Algorithmus l6scht regelmaliig
alle Eingaben, die nach einer bestimmten Zeit nicht mehr verwendet wurden. Beim Postprocessing
wird versucht, eine passende Eingabe im ACD zu finden, ist hier kein passender Kandidat
vorhanden, wird eine normale Kontexterkennung, basierend auf einem allgemeinen CD auf Basis
von n-Grammen, durchgefiihrt. Dabei muss der Schreiber nichts beachten, denn es werden
automatisch Eingaben zum ACD hinzugefigt, die der Benutzer validiert. Eine Validierung erfolgt
automatisch, wenn der Benutzer die Eingabe nach der Erkennung nicht verandert. Ist die Ausgabe
falsch, wird der Benutzer diese verandern, indem er mit dem System interagiert. Eine vom Benutzer
korrigierte Ausgabe ist somit ebenfalls valide.
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Abbildung 20: Adaptive Context Processor ACP naclj26].

Der Classifier der Autoren liefert eine First Hit Rate von 88%, also der Wahrscheinlichkeit, dass der
vom Classifier als bester Kandidat gelieferte String auch der Eingabe entspricht. Die
Wabhrscheinlichkeit, dass die Eingabe unter den besten 20 Kandidaten enthalten ist liegt jedoch bei
99%. Getestet wurde die Integration des ACP auf 400 Kalendereintrage von jeweils 14 Benutzern
innerhalb von drei Monaten. Drei Testreihen wurden gestartet. Bei der ersten war das ACD leer, bei
der zweiten war das ACD bereits etwas geflllt und bei der dritten Reihe wurden nur Eingaben
getestet, die sicher im ACD vorhanden waren. Hierbei erreichte der Classifier knapp 81% bei der
First Hit Rate und etwa 97% bei der Nominatig Hit Rate jeweils ohne ACP in allen drei Testreihen.
Mit ACP lag die First Hit Rate in der ersten Testreihe, also nur auf dem allgemeinen CD, bereits bei
86%. In der zweiten und dritten Testreihe schlielflich sogar bei 89% bzw. 95% und wurde somit um
15% im Vergleich zur First Hit Rate ohne ACP verbessert.

Htwe et al., die bereits viele Arbeiten fur die Erkennung der Kurzschrift Pitman geliefert haben,
zeigen ein System flr das Transkribieren von Pitman unter Verwendung von Worthdufigkeiten und
kontextuellem Wissen [27]. Dabei stellen sie fest, dass die Transkription aufgrund von
umfangreichem Einsatz von kontextuellem Wissen und Erinnerungen des urspriinglichen Schreibers
eine schwierige Aufgabe darstellt. Ihr Ansatz, das kontextuelle Wissen zu verwenden, basiert
hierbei darauf, dass ein Mensch Texte trotzdem lesen kann, auch wenn diese falsch geschrieben
sind. Dabei haben Forscher herausgefunden, dass es vor allem auf den ersten und letzten
Buchstaben eines Satzes ankommt. Den Sat
Inog as the fristand Isat | t t eer s are crroectini, kann no
werden. Weiter fanden sie in Tests heraus, dass vor allem Wortanfang und -ende von Pitman
Schreibern oft sehr deutlich geschrieben werden. Eine ihrer Methoden arbeitet daher vor allem mit
den vom Recognizer gelieferten Buchstaben am Anfang und am Ende und versucht damit Worter in
einem Worterbuch zu finden, die am besten mit Wortlange und den restlichen Buchstaben
korrespondieren. Als weitere Mdglichkeit nennen sie den Einsatz von pragnanten Segmenten
innerhalb eines Wortes. Dies sind Segmente, die vom Recognizer mit hoher Wahrscheinlichkeit
erkannt wurden. Dieser Gedanke dhnelt den bisher vorgestellten Systemen, die die mit hohen
Wahrscheinlichkeiten  erkannten  Buchstaben  verwenden um solche mit niedriger
Wabhrscheinlichkeit zu verifizieren oder zu korrigieren. Weiter empfehlen sie den Einsatz eines
Worterbuchs mit den 5.000 haufigsten Wortern gepaart mit deren Haufigkeit in der englischen
Sprache. Fir sehr themenbezogene Anwendungsgebiete (wie z.B. in der Medizin) konnte das
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Worterbuch entsprechend auf die Anwendung ausgelegt werden. Die Entscheidung flr ein Wort
wird dann anhand der vom Recognizer gelieferten Wahrscheinlichkeit und anhand der Haufigkeit
getroffen. Der Score flr ein Wort misse dabei so ausgelegt sein, dass Worter, die mit hoher
Wahrscheinlichkeit vom Recognizer geliefert werden, nicht durch die Worthaufigkeit dhnlicher
Worter Kkorrigiert werden, sondern diese nur bei Buchstaben mit geringer Wahrscheinlichkeit
greifen. Auf ein Worterbuch mit den 5.000 hdufigsten Wortern erreichte ihr Ansatz eine
Genauigkeit von 94%, wobei die Eingabe fur den Test nicht von einem Recognizer geliefert wurde,
sondern anhand eines phonetischen Lexikons simuliert wurde. Zur Art der Simulation machen die
Autoren keine Aussage, wodurch die Aussagekraft der 94% begrenzt ist, da nicht hervorgeht, mit
welcher Wahrscheinlichkeit die einzelnen Buchstaben der Warter simuliert wurden.

Alle gefundenen und vorgestellten Ansatze basieren immer nur auf dem kontextuellen Wissen
einzelner Worter. Also entweder durch die Suche in einem Worterbuch oder durch die
Wahrscheinlichkeiten der Buchstaben eines Wortes zueinander. Im Rahmen der Arbeit wurde leider
kein Ansatz fur die Kontexterkennung innerhalb einer Phrase oder eines Satzes gefunden. Jedoch ist
es erfreulich zu sehen, dass es effiziente Ansitze gibt, die eventuelle Fehler, die bei der
Segmentierung oder bei der Erkennung gemacht wurden, korrigieren kénnen um die gesamte
Erkennungsrate zu verbessern. Weiter hat das Studium der Arbeiten gezeigt, dass die
Kontexterkennung i.d.R. als eigenstandiger Postprozess ablauft und daher bei der Entwicklung der
Methode nicht auf die Kontexterkennung Ricksicht genommen werden muss. Ein Recognizer, der
eine Liste von Buchstaben gepaart mit deren Wahrscheinlichkeit ausgibt, ist ausreichend.

3.4. Text2DEK

Wie bereits erwahnt, konnte keine Arbeit gefunden werden, die sich mit der
Handschriftenerkennung der DEK (weder offline noch online) beschaftigt. Jedoch beschreibt die
Arbeit von Herrn Sarman den umgekehrten Weg [28]. Er analysiert darin das Schriftbild der DEK,
um aus LATEX heraus mittels METAFONT Verkehrsschrift-Stenogramme zu erzeugen.

Dazu wurden zunéachst die elementaren Zeichen fur Konsonanten(folgen), Prafixe und Suffixe aus

der Wiener Urkunde [2] digitalisiert und gerade gestellt. AnschlieRend wurden je Zeichen Adie
Koordinaten und Tangenten in Anfangs- und Endpunkten, sowie in Punkten der lokalen
Krimmungsextrema erfasst und in METAFONT-Pf aden ( pat h&enhau germmnere i ¢ h n
wurden die Zeichen mittels Hermetischer Interpolation als krimmungsstetige Bezier-Spline-Kurven
modelliert, d.h. aus Anfangs- und Endpunkten sowie der Tangentensteigung in diesen Punkten

wurden die Stltzpunkte fiir die Bezier-Kurven berechnet. Da sich einzelne Zeichen nicht durch eine

einzige Bezier-Kurve darstellen lassen, wurden die Zeichen in mehreren Teilen modelliert, den so
genannten Splines.

Anhand der mdglichen Strichrichtung der Tangente (aufwérts/abwaérts), sowie der positiven,
negativen und verschwindenden Krimmung an Anfangs- und Endpunkten wurde eine
Klassifizierung der Zeichen vorgenommen (siehe Abbildung 21). Diese stellt eine Verfeinerung der
ublichen Zeichenunterteilung von Kurzschriften dar, anhand deren Enden in Geradeausléufe,
Rechtsschrége, Linksausléufe, Rechtsrunde und FuRschleifen (was den Spalten in Abbildung 21
entspricht) unterteilt werden. Leere Ké&stchen der Abbildung stehen fur Kombinationen, welche in
der DEK nicht vorkommen.
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Abbildung 21: Zeichentypen laut[28].

Die Auslautvokalisation eines vorhergehenden Vokals oder Diphthongs wird in der DEK in
bestimmten Fal | e n (A 2 verstarktAgésdhrjebenéupd erreicht ihr Maximum in Punkten mit
lokal minimaler Kriimmung (siehe auch Abbildung 22). Um dies nachzubilden, verwendet der
Autor anstelle eins normalen Zeichenbefehls einen Befehl zum Fillen einer Flache an eben diesen
Stellen. Dadurch muss nicht jedes Zeichen einmal normal und einmal verstérkt hinterlegt werden.

Um nun eine Eingabe in DEK-Steneme (d.h. Kurzschriftglyphen) umzuwandeln, muss zuerst die
Metaform des eingegebenen Textes generiert werden. Dies geschieht entweder mithilfe eines
Worterbuchs (z.B. bei Zahlen, Satzzeichen und Verkehrsschriftkiirzeln) oder durch eine
morphologische Wortzerlegung® anhand bestimmter Regeln. Aufgrund der alternierend
auftretenden Konsonanten und Vokale in einem Wort und dem zu beachtenden
Auslautvokalisationsprinzip verwendet der Autor folgende Zerlegung:

h) wh ¢
Bsp. b i f¢r das Wort AT¢rid. Dabei be ¥Yakdlzeichen.en K
Diese Metaform wird in METAFONT mit Init und Join Anweisungen in die Wortsteneme
umgesetzt. F¢r das Wort ARitter A RRr@idt masbeahte dass s o d
es in der DEK keine doppelten Mitlautfolgen und keine GroRschreibung gibt, welches dann in die
METAFONT Anweisungen 'O I @ M) Ch  Mumgesetzt wird. Es wird also mit dem Zeichen fiir
das Arfi begonnen, dann das Atfd angedercegte und

Parameter eines Joins die relative Positionierung und evtl. Verstarkung des im zweiten Parameter
angegebenen Konsonantenzeichens gemall dem Auslautvokalisationsschema (siehe Abbildung 22).

® Die Morphologie befasst sich mit dem Aufbau von Wértern aus Morphemen, den Kleinsten semantisch
interpretierbaren Zeichen einer Sprache.

30



Stand der Technik

N ———
) Jn (eit) o7 Reit

-
A ne” reit a” it

N P .
lefa | [t /Reet sARat —0/0) —Trot »o"]Ro
N o,

(wau} - runt \grauht
NI i |

N
jewdu| . __—reut . _—griut
NI
Abbildung 22: Schema der Auslautvokalisation[28].

Die Verbindungsroutine des Join Befehls unterscheidet dabei die in Abbildung 21 dargestellten
Typen um Ende und Anfang zweier Konsonantenzeichen so glatt als mdglich verbinden zu kénnen.
Hierbei kdnnen manche Verbindungen nur rein Punkt zu Punkt erzeugt werden, bei anderen muss

die Tangente der Verbindungsgeraden der Tangente im Anfangs- bzw. Endpunkt eines Zeichens
angepasst werden.

Text2DEK kann leider nicht erworben oder heruntergeladen werden, um es in eigenen
Anwendungen oder Latex Texten zu verwenden. Die TU Clausthal bietet jedoch eine

Webanwendung’, mit deren Hilfe Formulareingaben mittels Text2DEK in ein GIF Bild
umgewandelt werden.

" http://www3.rz.tu-clausthal.de/~rzsjs/steno/DEK.php
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4. Methode

In diesem Kapitel erlautere ich die verwendeten Ansétze und auf3erdem, warum ich mich fir diese
entschieden habe.

4.1. Entscheidung gegen einen globalen Ansatz

Die Zielsetzung dieser Arbeit war es, sowohl globale als auch segmentierende Ansatze fur die
Erkennung der DEK genauer zu betrachten. Beim Studium der in Kapitel 3.1 aufgefihrten
Methoden war jedoch schnell klar, dass diese fur das Erkennen der DEK nur wenig geeignet sind.

Hauptgrund hierfr ist, das fur diesen Ansatz notwendige Worterbuch, mithilfe dessen eingegebene

Worter als Ganzes erkannt werden sollen. Dies bedeutet, dass fir jedes Wort, das erkannt werden

soll, musste ein Eintrag im Worterbuch vorhanden sein. Dies gestaltet sich vor allem durch die
Anwendungsgebiete der DEK aber als schwierig. Zum einen werden Kurzschriften vor allem in
spezialisierten Umgebungen, wie z.B. in der Medizin, der Kriminalistik oder bei
Gerichtsverhandlungen und in Plenumssitzungen verwendet. In den ersten zwei Fallen musste das
Worterbuch vor allem sehr themenbezogen ausgefiihrt werden, da z.B. in der Medizin viele
lateinische Ausdricke fur Krankheiten oder Korperteile verwendet werden. Es ware zwar moglich,

solche besonderen Ausdriicke in spezialisierten Worterblichern fiir die einzelnen
Anwendungsgebiete vorzusehen, doch deren Grofe wirde dann wieder Probleme bei der
Geschwindigkeit der Suche bereiten. Bei den letzteren Gebieten ergeben sich vor allem Probleme

durch Eigennamen, die in einem Worterbuch in der Regel nicht vorkommen. Kénnte man sich noch
vorstell en, dass Namen wi e ASchmi dt Arbuchder
vorkommen, so ware es vor allem bei auslandischen Namen unmadglich. Ein weiteres Problem bei

der Worterbuchvariante in Zusammenhang mit der DEK ergibt sich durch die Mdglichkeit, Worter

so zu schreiben, wie sie gesprochen werden. So ist es in der DEK z.B. erlaubt, Al ngeni eur i s
in korrekter Rechtsschreibung zu erfassen, aber auch Al ngeni °r i@ oder Al nsche
zulassig (siehe Abbildung 23). Spéatestens hier sollte deutlich werden, dass der Aufbau eines

adaquaten Worterbuchs fiir die DEK mit allen Besonderheiten ganzlich unmdglich ist, doch ohne
ausreichendes Worterbuch ist keine annehmbare Erkennungsrate moglich.

NN NN T

Abbildung 23: "Ingenieur" vs. "Ingenior" vs. "I nschenior” in der DEK.

Einige der vorgestellten Methoden beschreiben eine Erkennung durch Zusammensetzen einzelner
Buchstaben, also dass ein Wort durch ein Sliding Window gescannt wird und Buchstabe fiir
Buchstabe erkannt wird. Die gezeigten Ansétze verwenden daftr aber ebenfalls ein Wérterbuch, um
die Erkennung zu beschleunigen. Aber selbst wenn die Suchraumproblematik ohne Einsatz eines
Worterbuchs in den Griff zu bekommen ware, so bereitet hier eine andere Eigenschaft der DEK
Probleme: die Hoch- und Tiefstellung von Konsonanten, um bestimmte Vokale anzuzeigen.
Wahrend die gezeigten Ansédtze mit einer konstanten Texthohe und der Gewissheit von maximal
drei vertikalen Bereichen (obere, mittlere und untere Zone) arbeiten kdnnen, sind diese bei der DEK
nicht gegeben. Innerhalb des gescannten Bereichs misste dann zusatzlich zum Zeichen selber
ebenfalls die Lage relativ zum vorhergehenden Zeichen bertcksichtigt werden, was bei den
genannten Methoden nicht vorgesehen ist. Abbildung 24 zeigt die Problematik anhand des Wortes
Aidentibeizi deemnfj edes Konsonantenzeichen nach
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gestellt wird. AulRerdem zeigt dieses Beispiel auch, dass es bei der DEK ebenso notwendig ist, die
Verbindungen zwischen zwei Konsonantenzeichen zu klassifizieren.

Abbildung 24: Hochstellung der Konsonantenzeichen durch Vokal "i" hier im Wort "identifizieren".

Erschwerend kommen Uberlappungen von Konsonantenzeichen selbst bei idealer Schreibweise

schriftbildbedingt sehr haufig vor. Abbildung25z ei gt das Wort APfl ockh
Bei spi el zei gt sich die genannte Probl ematik

des APffA und somi tin MibglobalenshMethoden iBt esr deferst thwibrig, n e

diesen Sachverhalt nachzubilden. Diese Eigenschaft behindert auch die Mdglichkeit einer Query-
by-Example Datenbank. Mithilfe von Text2DEK (siehe Kapitel 3.4) lieRe sich eine Datenbank
einzelner Konsonantenzeichen und Kirzeln aufbauen, die anhand eines eingegebenen Zeichens das
Ahnlichste liefert. Doch hierzu miisste eine automatische Segmentierung durch die angewendete
Methode gegeben sein, analog zu der Sliding Window Methode fiir normale Langschriftzeichen,
was durch die Uberlappungen aber schwer erreicht werden kann.

-

Abbildung 25: i berl appungen von Konsonantenzeichen, hier

Durch das nahezu unmdgliche Aufbauen eines adéquaten Worterbuchs, wird der Einsatz globaler
Methoden sehr schwer bis unmdglich. Aus diesen Griinden wurden Adaptierungen der vorgestellten
Ansétze sowie die Ausarbeitung einer eigenen Methode fir die globale Erkennung nicht néher in
Betracht gezogen.

4.2. Segmentierung mittels Histogramm

Die Methode von Rehman et al. [21] zur impliziten und expliziten Segmentierung eines Wortes
oder von Shaikh et al. [19] mit Height Profile Vectors wirkten zundchst sehr vielversprechend fir
die Segmentierung der DEK. Wie in Kapitel 3.2 beschrieben, werden bei beiden Methoden die
PSPs dabei auf Bereiche mit Werten von 0 oder 1 im vertikalen Histogramm (Rehman) bzw. im
HPV (Shaikh) gesetzt. PSPs im Bereich von Schleifen und anderen markanten Punkten werden
anschlieBend verworfen. Ebenso PSPs die in einem bestimmten Abstand zueinander stehen.

Bei beiden Ansétzen ist eine Preprocessing Phase fir die Korrektur einer evtl. Schragstellung
notwendig. Ahnlich wie von Petr Slavik und Venu Gofindaraju in [29] vorgeschlagen, werden dabei
die Winkel zwischen allen Abstrichen eines Wortes und der x-Achse berechnet. Es werden hier
deshalb nur die Abstriche beriicksichtigt, da Konsonantenzeichen i.d.R. durch Abstriche
reprasentiert werden (siehe Analyse von Herrn Sarman in Kapitel 3.4). Aufstriche stellen die
Verbindung zwischen zwei Konsonantenzeichen dar und sind fur die Geradestellung der
Konsonantenzeichen deshalb irrelevant. Der durchschnittliche Wert dieser Berechnungen ergibt
schlie3lich die KorrekturgroRe fir eine Scherung des gesamten Wortes.

An Stellen, an denen das vertikale Histogramm den Wert 0 oder 1 aufweist wird anschlie3end ein
PSP gesetzt. Zusatzlich wird am Anfang und Ende des Wortes ein PSP fest vorgeschrieben. Danach
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werden die Abstdande zwischen den PSPs (berpriift. Zwischen zwei PSPs muss ein Abstand von
mindestens acht Pixeln liegen, dieser Wert wurde dabei empirisch festgelegt. Aul3erdem ist ein PSP
nur dann tatséchlich giltig, wenn in seinem naheren Umfeld ebenfalls potentielle PSPs liegen.
Damit werden AusreiRer verhindert, die durch das Rauschen bei der Erfassung der Stiftdaten
erzeugt wurden. Liegen viele PSPs in geringem Abstand zueinander, wird nur der erste und letzte
aller solcher PSPs verwendet. Dadurch soll sichergestellt werden, dass auf einer langen Gerade nur
am Anfang und Ende der Geraden segmentiert wird und diese nicht auch noch in mehrere Teile
geteilt wird.

Der Ansatz funktioniert fur manche Zeichen, wie z.B. das (—3 sehr gut, fur andere, wie z.B. \ oder
/M. jedoch Uberhaupt nicht. Der Grund hierfir ist, dass diese Zeichen logischerweise inmitten eines
Zeichens ebenfalls 6fters den Wert 1 im Histogramm besitzen. Des Weiteren ergibt sich bei dieser
Methode ebenfalls das Problem, dass sich Uberlappende Konsonantenzeichen nicht segmentiert
werden wirden (siehe Kapitel 4.1).

4.3. Segmentierung an Aufstrichen

Durch die Probleme mit der Histogramm Methode entstand schlieBlich ein anderer viel-
versprechender Ansatz. Die Zeichen, die falschlicherweise in der Mitte segmentiert wurden, waren
immer Abstrichzeichen. Es sollen also Verbindungen zwischen zwei Zeichen segmentiert werden,
die bei idealer Schreibweise immer Aufstrichen entsprechen. Abstriche, die nur innerhalb eines
Zeichens vorkommen, sollten jedoch nicht segmentiert werden (siehe hierzu auch Kapitel 2.1 und
3.4). Eine genauere Analyse aller Konsonantenzeichen und Kiirzel zeigt, dass wenn Aufstriche
innerhalb eines Zeichens vorkommen, dann normalerweise nur innerhalb von Schleifen, wie in den

Beispielen in Abbildung 26.

Abbildung 26: Beispiele f¢gr DEK Zeichen mit Aufstrichen

AuBerdem sind nur Aufstriche bei der Segmentierung zu betrachten, die in positive x- und y-
Richtung verlaufen. Da eine solche Erkennung nicht mehr von einer vertikalen Linie durch das
gesamte Wort abhéngt, wie es bei der Histogrammvariante notwendig war, konnen auch problemlos

sich Uberlappende Konsonantenzeichen (wi e z . B. A RAbbildung 26X sautfer géirenit n

werden. Abbildung27z ei gt di e | dee anhand des Wortes

/ /N

~— lf

Abbildung 27: Wort " Frankreich" mit Konsonantenzeichen (schwarz) und Verbindungen (rot).
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4.3.1. Schleifenerkennung

Wie bereits erwédhnt, kommen Aufstriche innerhalb eines Konsonantenzeichens oder eines Kiirzels
normalerweise nur innerhalb von Schleifen vor. Um zu verhindern, dass an solchen Aufstrichen
segmentiert wird muss also erkannt werden, ob es sich um einen Aufstrich innerhalb einer Schleife
handelt oder nicht. Dabei gibt es drei Arten von Schleifen:

A B C

Abbildung 28: Drei mdgliche Schleifen- Closed Loop (A), Open Loop am Wortanfang (B), Open Loop am
Wortende (C).

Typ A Schleifen sind dabei relativ einfach zu definieren: schneidet sich eine Eingabe innerhalb
eines einzigen Pen-Down Pen-Up Zyklus mit sich selbst, dann sind alle Punkte, die zwischen den
Schnittpunkten liegen, innerhalb einer Schleife, alle anderen nicht. Schwieriger wird es, wenn ein
Zeichen mehrere, verschachtelte Schleifen besitzt (siehe Abbildung 29). Dafur missen die Ein- und
Austrittspunkte jeder einzelnen Schleife berechnet werden. Im Anschluss werden alle Punkte in der
Reihenfolge durchlaufen, in der sie eingegeben wurden. Jeder Punkt, bis zu dem mehr
Schleifeneintrittspunkte als Austrittspunkte passiert wurden, ist Teil einer Schleife.

Abbildung 29: Zeichen mit verschachtelten Schleifen, hier "mp" und "mpf".

Am Anfang und am Ende eines Wortes kann es aulierdem zu so genannten Open-Loops kommen.
Das sind Schleifen, die eigentlich geschlossen sein sollen und fiir den Benutzer vielleicht sogar als
geschlossen erscheinen, aber in den Daten, die vom Tablet geliefert werden, keinen Schnittpunkt
aufweisen (siehe Typ B und C in Abbildung 28). Analog zu Ma und Leedham [16], die bei der
Erkennung von Requn ebenfalls diese drei Schleifentypen unterscheiden, muss die Eingabe dabei
nur entsprechend erweitert werden, um aus Typ B und C Schleifen des Typs A werden zu lassen.
Dabei werden Typ B Schleifen, die nur am Wortanfang vorkommen kdnnen, in entgegengesetzter
Strichrichtung erweitert. Diese Erweiterung muss allerdings nur geschehen, wenn der Anfangspunkt
der Eingabe nicht am linken Rand liegt. Ist dies der Fall, kann es keinen Abstrich noch weiter links
geben, mit dem sich die Eingabe schneiden kdnnte. Typ C Schleifen werden in Strichrichtung
erweitert, aber auch nur dann, wenn der letzte Punkt der Eingabe nicht am rechten Rand liegt. Hier
gébe es ebenfalls keinen Abstrich weiter rechts, mit dem ein Schnittpunkt gebildet werden konnte.
Abbildung 30 zeigt die Erweiterung bei beiden Typen durch gestrichelte Linien. AnschlieRend
kdnnen Typ B und C Schleifen mit derselben Methode wie Typ A Schleifen erkannt werden.
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B C
Abbildung 30: Erweiterung bei Typ B und C Schleifen.

4.3.2. Schematischer Ablauf der Segmentierung

Die Eingabe wird erfasst und alle Ein- und Austrittspunkte aus Schleifen gesucht. Anschliel3end
werden die erfassten Punkte sequentiell durchlaufen und ein Segmentierungspunkt gesetzt, wenn

i. a0 wahr,a0  falschund GO wahr sind
oder

ii. &0 falsch, a0  wahrund &0 wahr sind
oder

iii. &0 ,60 ,o0  falschund GO wahr sind
oder

iv. a0 ,a0 ,®0 falschund®0  wahrsind
wobei 0 und &0 wie folgt definiert sind:

0 istwahr,genaudannwennw®  ®O0 unddO @O  wahrsind®,
mitc 0 fiir die x-Koordinate von Punkt 'Q
und ® O fir die y-Koordinate von Punkt "Q

a0 istwahr, genau dannwenn'Q & 6 0 & 'Q @ Wowahr ist,
mit' Q& o U dfir die Anzahl der Schleifeneintritte bis zum Punkt 'Q
und ‘Q o ‘Qofir die Anzahl der Schleifenaustritte bis zum Punkt "Q

Formel i (a) sorgt dafir, dass ein PSP gesetzt wird, wenn sich der Punkt auf einem Aufstrich
befindet und eine Schleife eines Konsonantenzeichens betreten wird. Formel ii (b) setzt einen PSP,
wenn sich der Punkt auf einem Aufstrich befindet und die letzte Schleife eines
Konsonantenzeichens verlassen wurde. Die Formeln iii (d) und iv (c) setzen PSPs an den
Ubergangen zwischen Aufstrichen und Abstrichen auRerhalb von Schleifen. Die Kleinbuchstaben in
Klammern korrespondieren dabei mit den zugehorigen Punkt in Abbildung 31 um die einzelnen
Regeln nochmals zu veranschaulichen.

® Bei Verwendung eines kartesischen Koordinatensystems.
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Abbildung 31: Segmentierungspunkte an Schleifen (a, b) und bei Ubergéangen (c, d).

Zeichen, bei denen dieser Algorithmus nicht korrekt funktioniert, sind in Abbildung 32 aufgefiihrt.

Das Problem beim Acid und Acrid ist ein kurzer
kann damit begegnet werden, dass eine Uberpriifung auf eine Mindestlange eines Aufstrichs
eingefiihrt wird. & 0  darf also z.B. nur wahr sein, wenn es filr eine definierte Distanz der nichsten

x Pixel wahr ist.

Eine andere M°glichkeit, mit der auchchehew Fal
segmentieren und bei der spateren Erkennung diese entsprechend zu berlicksichtigen. Wie auch in

Kapitel 3.2 gezeigt, ist es besser eine Ubersegmentierung zu verwenden und die Spezialfalle dann in

der néachsten Phase zu korrigieren, als evtl. Segmente und damit Informationen zu verlieren.

R

Abbildung 32 Konstantenzeichen und Kg¢grzel die nicht korrekt

4.3.3. Umsetzung

Da die Microsoft INK API Schnittpunkte eines Stroke Objekts (siehe Kapitel 2.3) mit sich selbst
bereits berechnet, missen diese nur noch verifiziert werden. Denn es werden teilweise auch
Schnittpunkte berechnet, die zufallig und nicht als Teil einer gewollten Eingabe entstanden sind
(siehe hierzu auch Kapitel 5.1, wo dieses Problem noch genauer erldutert wird). Daher werden im
ersten Schritt Schnittpunkte verworfen, die in der Sequenz der Punkte dicht beieinander liegen. Im
zweiten Schritt wird fur alle Gbrigen Schnittpunkte das jeweilige Gegenstiick berechnet. AulRerdem
werden in diesem Schritt Schnittpunkte verworfen, die kein Gegenstiick aufweisen. Dieses
Phanomen tritt zum einen bei dicht beieinander liegenden Schnittpunkten auf, die teilweise im
ersten Schritt verworfen wurden. Zum anderen werden manchmal von der API falsche
Schnittpunkte geliefert, die in Wirklichkeit keine Schnittpunkte sind. Dadurch entsteht eine Liste
mit Eintrittspunkt in eine Schleife und dem jeweils zugehdrigen Austrittspunkt. An dieser Stelle
muss jedoch angemerkt werden, dass die Schnittpunkte den vom Tablet gelieferten Eingabepunkten
entsprechen (diese Tatsache wird im weiteren Verlauf nochmals aufgegriffen).

Offene Schleifen am Anfang und Ende werden von der API nicht erkannt, daher mussen diese
berechnet werden. Hierzu wird die Eingabe am Anfang und Ende, wie in Kapitel 4.3.1 gezeigt,
erweitert. Wird dabei ein Schnittpunkt festgestellt, wird der Index des Schnittpunkts fiir Anfang und
Ende separat fur den nachsten Schritt der Segmentierung gespeichert. Diese Berechnung erfolgt
bereits anhand der von der API gelieferten Bezier-Darstellung der Eingabe, welche einer geglatteten
Version der Eingabe entspricht und weitestgehend frei von Rauschen ist.
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AnschlieRend werden in einer Loop® alle Stiitzpunkte der Bezierkurve durchlaufen. Es wird deshalb
die Bezierkurve verwendet, da diese flr die Berechnung der Aufstriche kein Rauschen enthéalt und
daher kein Preprocessing erfordert. Dabei beginnt die Loop entweder beim ersten Punkt oder bei
einem Schnittpunkt, der in der vorherigen Phase erkannt wurde und lauft bis zum letzten Punkt oder
ebenfalls bis zu einem vorher erkannten Schnittpunkt. Dadurch werden automatisch offene
Schleifen am Anfang und Ende eines Wortes von der Segmentierung ausgeschlossen.

Innerhalb der Loop wird zunachst die Uberpriifung fiir einen Aufstrich durchgefiihrt. Dabei werden
nur Aufstriche mit einer bestimmten Lange beriicksichtigt, um dem am Ende des vorigen Kapitels
angesprochenen Problem vorzubeugen. Es wird also keine Ubersegmentierung durchgefiihrt,
sondern genau an den Zeichengrenzen versucht zu segmentieren. Wird dabei ein Ubergang von
einem Abstrich in einen Aufstrich oder umgekehrt festgestellt, wird dies entsprechend flr weitere
Durchgénge gespeichert. Zusétzlich wird dabei der Winkel berechnet, den der aktuelle Punkt mit
dem vorhergehenden und dem nachfolgenden Punkt erzeugt. Dieser Wert wird bei einer eventuellen
Segmentierung gleich beim jeweiligen Segment gespeichert und stellt den Ein- und Austrittswinkel
in bzw. aus dem Segment dar, also ob der Ubergang zwischen Verbindung und Zeichen am Anfang
und Ende des Zeichens eher spitz oder stumpf verlauft.

Im Anschluss wird der Zéhler fur geschlossene Schleifen ausgesteuert. Dies geschieht durch eine
Abstandsberechnung des aktuellen Punktes der Bezierkurve zu den Ein- und Austrittspunkten, die
am Anfang der Segmentierung berechnet wurden. Ist die Liste der Ein- und Austrittspunkte gleich
groR, ist noch keine Schleife betreten worden und es muss nur der Eintritt Gberprift werden. Ist der
Abstand des aktuellen Punktes zum ersten Schnittpunkt kleiner als eine bestimmte Schwelle, so
wird ein Eintritt festgestellt und der Zahler erhoht. Die Schwelle ist dabei kleiner als der halbe
Abstand, der in der ersten Phase fir die minimale Distanz zwischen zwei Schnittpunkten festgelegt
wurde. Da die Schnittpunkte nicht zwangslaufig genau auf der Bezierkurve liegen missen, muss
hier der Abstand in Kombination mit einer Schwelle verwendet werden. Erst wenn in weiteren
Durchgéngen der Loop sich der dann aktuelle Punkt wieder vom Schnittpunkt entfernt hat, wird der
Eintrittspunkt aus der Liste der Eintrittspunkte entfernt. In weiteren Durchgangen der Loop werden
somit auch die Austrittspunkte Uberprift. Dieses Vorgehen ist notwendig, da sonst nach dem
Eintritt in eine Schleife auch sofort der Austritt erkannt werden wirde. Denn zu dieser Zeit ist der
Abstand des aktuellen Punktes zum Ein- und Austrittspunkt gleich groB, da diese im
Koordinatensystem i.d.R. auf denselben Punkt fallen. Mit Austrittspunkten wird dann genauso
verfahren, nur dass der Schleifenzahler beim Verlassen einer Schleife herabgesetzt wird. Somit gibt
der Zahlerstand zu jeder Zeit an, in wie vielen Schleifen sich der aktuelle Punkt gerade befindet.

Bei der Abstandsberechnung zwischen dem aktuellen Bezier-Spline Teilstlick und den
Schnittpunkten muss jedoch die Eigenschaft von Bezier-Kurven beachtet werden, auch lange
Kurven mit wenigen Stitzstellen darstellen zu kdnnen. Zundchst wurden nur die Anfangs- und
Endpunkte der einzelnen Bezier Teilstlicke verwendet. Dies fuhrte jedoch zu Problemen, wenn die
Eingabe z.B. eine lange Gerade enthé&lt. So konnte es vorkommen, dass die Punkte des Teilstlicks,
das eigentlich den Schnittpunkt enthielt, nicht in der N&he des Schnittpunktes waren (siehe
Abbildung 33). Deshalb mussen auch Punkte innerhalb eines Teilstiickes berechnet werden. Fir
Kubische Bezierkurven erfolgt die Berechnung einzelner Punkte auf folgende Weise:

00 0 o0 o0 0 O o0 @ o0 O ou o0 0 U

mit o~ 1ip . Dadurch kann die Genauigkeit beliebig durch die Schrittweite von 6 gewahlt werden.

® for-Schleife. Hier die Bezeichnung Loop verwendet um dem Leser die Unterscheidung zwischen einer Schleife in der
Implementierung und einer Schleife innerhalb eines DEK-Zeichens leichter zu machen.
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Anfangs- und Endpunkt zu
weit vom Schnittpunkt
entfernt.

Abbildung 33: Fehlerhafte Segmentierung durch langen BezeBpline (Rotes Rechteck) Rote Punkte sind jeweils
Anfangs- und Endpunkte, griine Punkte sind Stitzstellen.

Am Ende der Loop wird dann tber die Segmentierung entschieden. Wenn der Schleifen Z&hler null
ist und ein Aufstrich erkannt wurde, wird segmentiert. Auflerdem wird segmentiert, wenn sich
dieser Zustand wieder dndert, also wenn entweder der Schleifenzahler ungleich null wird oder es
sich nicht mehr um einen Aufstrich handelt. Dabei wird zusétzlich zu den Bezier-Punkten und des
Ubergangswinkel auch die Anzahl und Position der Schleifen hinterlegt, genauer gesagt ob es sich
um einen Konsonant oder Vokal handelt, die Hohe einer Stufe und des Schreibraums und ob mit
verstarktem Druck geschrieben wurde oder nicht.

Ist die Loop am Ende der Bezier-Kurve angelangt oder an dem Index, der bei der Erkennung flr
offene Schleifen als Schnittpunkt berechnet wurde, endet die Segmentierung.

4.4. Klassifizierung der Konstantenzeichen

4.4.1. Verwendung derAnfange und Endeals Meikmale

Herr Sarman klassifiziert bei der Umsetzung von Text2DEK [28] die Konsonantenzeichen anhand
deren Anfang und Ende (siehe Abbildung 21), um eine moéglichst glatte Verbindung zweier Zeichen
zu erhalten. Bei néherer Betrachtung aller DEK Zeichen in [2] zeigt sich, dass dieser Ansatz bereits
ein sehr gutes Merkmal fur die Zeichenklassifikation darstellt. Weitere Merkmale, wie GroRe eines
Zeichens sowie Position und GroRe von Schleifen kénnten anschlieBend verwendet werden, um
innerhalb der 25 moglichen Kombinationen das Zeichen letztlich genau zu klassifizieren.

Bei der korrekten Klassifikation von Anfang und Enden ist zu beachten, dass der gezeigte
Segmentierungsalgorithmus Zeichen der vierten Reihe und Spalte in Abbildung 21 nicht in korrekte
DEK Zeichen segmentiert, sondern die Segmentierung an den Extremwerten stattfindet. Fir die
Klassifizierung stellt dies aber kein Problem dar, wie im weiteren Verlauf gezeigt wird. Bei
genauerer Betrachtung der 5 x 5 Typen lassen sich folgende Beobachtungen feststellen:

1 Zeichen, die mit Typ 1 i 3 anfangen (entspricht Zeile 1 7 3) bzw. mit enden (entspricht
Spalte 1 i 3), haben alle scharfe Uberginge von der Vokalverbindung zum
Konsonantenzeichen und unterscheiden sich nur durch die Kriimmung zu Beginn bzw. Ende
des Zeichens.

1 Anfange bzw. Enden mit Typ 4 haben einen flachen Ubergang.
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{1 Zeichen, die mit Typ 5 beginnen oder enden haben ebenfalls einen flachen Ubergang. Die
Besonderheit: Sie verlaufen in positive X und Y Richtung. Dies kann nur bei Zeichen mit
einer Schleife am Anfang bzw. Ende vorkommen.

Typ 4 und 5 stellen bei der Klassifizierung der Anfang und Enden eines Zeichens kein Problem dar,
da sie Uber eindeutige Merkmale verfligen. Bei den drei anderen Typen muss die Krimmung der
Kurve zu Beginn bzw. Ende des Zeichens untersucht werden. Hierzu werden die Winkel gemessen,
die ein Punkt auf der Kurve mit seinen zwei Nachbarpunkten bildet. Als Punkte wurden hier
mehrere in gleichem Abstand zueinander stehende Punkte auf den ersten € Pixel des Zeichens
verwendet und anschlieend der Durchschnitt aller Winkel gebildet. Hierbei wird € abhéngig von
der Hohe eines Zeichens gesetzt, da sich der zu messende Bereich stark zwischen Zeichen mit einer
Hohe von einer halben Stufe zu Zeichen mit drei Stufen unterscheidet. Anhand des
Durchschnittswerts kann anschliefend die durchschnittliche Krimmung in diesem Bereich
berechnet werden. Wirden hier die Tangentensteigungen verwendet werden, waren die Werte
abhéngig von der Schréagstellung der Zeichen. Anhand der Krimmung, ob rechtsgerichtet,
linksgerichtet oder relativ gerade, kann anschlieRend eine Unterscheidung der Typen 1 bis 3 geféllt
werden.

Bei Tests zeigte sich jedoch, dass dieser Algorithmus nur bei sehr gut quantifizierten
Eingabepunkten vom Tablet adéquat funktioniert und daher stark vom verwendeten Tablet und der
Genauigkeit der Eingabe abhéngt. Eine ndhre Analyse der Fehlerfélle zeigte, dass die Berechnung
der Krimmung Probleme bereitete. Das Hauptproblem dabei stellt der Bereich flr die Messung der
Krimmung dar. Wenn dieser die richtige Grolie hat, konnten auch die fehlerhaft identifizierten
Typen richtig klassifiziert werden. Die richtige GroRe liel sich dabei jedoch nicht fur alle Zeichen
einer bestimmten Hohe korrekt bestimmen, da in manchen Zeichen bereits frih eine Krimmung
innerhalb des Zeichens beginnt, die dann nicht mehr berlcksichtigt werden diirfte. Dadurch musste
¢ relativ klein gewahlt werden. Doch gerade beim Ubergang von Vokalverbindung zu
Konsonantenzeichen entsteht das meiste Rauschen durch Verringerung der Schreibgeschwindigkeit.
Vor allem da es sich bei den Zeichen, fir die die Krimmung betrachtet werden muss, um welche
mit spitzem Ubergang handelt. Dadurch verlauft der Strich nach dem Ubergang oftmals fast in die
entgegengesetzte Richtung als vor dem Ubergang.

Abbildung 34 z ei gt die Problemati k anhand des Konsdc
einstufigen Abstrich entspricht (Vokalverbindungen wurden in der Abbildung zum besseren
Verstandnis angedeutet). Idealerweise weist das Zeichen einen scharfen Ubergang und eine gerade
Linienfiihrung nach dem Ubergang auf. Bei der Quantisierung des Tablets kann es aber zu leichten
Krimmungen kommen.

Abbildung 34: Eingabe eines Zeichens (Ideal, Bezier, Punkte).

In Abbildung 35 wird der Ubergangsbereich vergroRert dargestellt. Wird fiir die Berechnung der
Krimmung nur der Bereich bis zum Strich bei a durchgefiihrt, ist die Krimmung im Durchschnitt

40



Methode

nicht gerade. Wird die Messung bis zum Strich bei b fortgesetzt, hebt sich die Krimmung im
Schnitt wieder auf und ware nahezu gerade.

/[

Abbildung 35: Detailierte Darstellung eines Ubergangs (rotes Rechteck). Lange des Messbereichs entscheidend
fur richtige Erkennung.

Eine variable Wahl von & anhand bestimmter Merkmale hatte das Problem dabei verringern
konnen, erschien aber letztlich zu aufwéndig. Denn die Probleme an diesem Beispiel haben gezeigt,
dass eine harte Entscheidung anhand eines fest vorgegebenen Wertes nicht zu guten Ergebnissen
fihrt. Gerade dann nicht, wenn die zu klassifizierenden Werte von einigen Faktoren abhéngen und
ein gewisses Rauschen in den Daten enthalten ist.

4.4.2. Verwendung einePirection-ChairCode

Wie im vorherigen Kapitel gezeigt, sind vor allem die Ubergédnge von Zeichen zu Verbindungen
sowie die Form von Anfang und Ende als Merkmale fiir die Klassifikation sehr interessant. Da diese
alleine aber immer noch keine eindeutige Klassifizierung erlauben, wird fir weitere Merkmale die
Methode von Zobrak und Sze verwendet [30]. Dabei wird eine Eingabe im gleichen Abstand in
Teilstriche zerlegt, die Richtung jedes Teilstriches berechnet und in acht Stufen quantisiert (siehe
Abbildung 36). Man spricht hierbei von einem 8-Direction-Chain-Code. Dadurch werden sowohl
die Anfange und Enden beriicksichtigt, als auch der Teil dazwischen.

Up

'3

Left Right

rave
AV

Dow

Abbildung 36: Quantisierung der Strichrichtungen [30].

Zur genaueren lllustration soll Abbildung 37 dienen. Bei (a) werden eingegebene Punkte gezeigt.
Werden diese in der Reihenfolge der Zahlen erfasst, entsteht bei der Quantisierung der Richtungen
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eine Sequenz von A6, 6, 0, 00, 22n2WwWi eden Bl t
(c) verlauft die Eingabe von Punkt 1 zundchst zu 3, dann zu 7, 5 und wieder zu 1. Dadurch entsteht
eine SequenzvonA6, 1, 6, 3A0f.

1, .7 1 7 1 7
2 6
3° 1:- *5 3 5 3

(2) (v) (c)

Abbildung 37: lllustration einer quantisierten Richtungssequenzeiner Eingabe[30].

Durch Variierungen des Abstands fir die Zerlegung kann bestimmt werden, wie genau die
Auflosung des eingegebenen Musters sein soll. Dabei gilt jedoch zu beachten, dass eine zu hohe
Auflésung nicht mehr gut generalisiert und eine hohere Rechenzeit des Classifiers zur Folge hat.
Eine zu niedrige Auflosung fuhrt jedoch zu einem Verlust von Informationen. Da die Grofl3e des
Merkmalsvektors fest ist, muss der Abstand auch darauf ausgelegt sein, genau so viele Teilstlicke
zu produzieren, wie der Vektor aufnehmen kann. Die Berechnung des Abstands erfolgt dann wie
folgt:

YO TR GO QD Qe QMO 0 Q

6 0i 0o TS 6 ¢ Qo“stmeQQwQI QA Oal VQQOE | |

Mit diesem Abstand werden genau € p Punkte aus der Eingabe extrahiert, was zu € Richtungen
fihrt. Die quantisierten Richtungen werden anschlieBend normalisiert und jeweils als separates
Merkmal dem Merkmalsvektor zugefuhrt.

Um von der Schreibrichtung unabhéngig zu sein, wurde der Algorithmus zunachst leicht veréndert.
Anstatt die Richtungen zu verwenden, wurden fir jeden Punkt der Winkel berechnet, den die beiden
Nachbarpunkte in diesem Punkt aufspannen. Somit ist die Lage und Richtung eines Zeichens
irrelevant und lediglich die Form wichtig. Da sich manche Zeichen hier aber dhneln, wurde als
zusétzliches Merkmal die durchschnittliche Richtung aller Abstriche berechnet. Somit sollte eine
eindeutige Entscheidung zwischen zwei von der Form her gleichen Zeichen erreicht werden
koénnen.

AnschlieRende Tests mit neuronalen Netzen konnten die Leistungsfahigkeit der Methode mit den
Winkeln anstatt den Richtungen jedoch nicht bestétigen. Vor allem Zeichen mit &hnlicher Form,
aber unterschiedlichen Durchschnittsrichtungen wurden dabei oft falsch klassifiziert, obwohl die
Trainings- und Testdaten sich im Merkmal der Schreibrichtung zwischen den Klassen deutlich
unterschieden. Offenbar generalisierte das neuronale Netz hier zu stark und setzte das Gewicht
dieses einen Merkmals nicht hoch genug, als dass eine Unterscheidung mdglich gewesen waére.
Auch eine Anderung der Struktur der neuronalen Netze durch Variierung der Anzahl der Neuronen
je Schicht und der Anzahl der Schichten selber brachten keine merkliche Verbesserung bei den
Ergebnissen.

Hingegen waren die Tests mit den extrahierten Richtungen, wie von von Zobrak und Sze [30]
beschrieben, sehr vielversprechend (ndheres hierzu in Kapitel 5.2). Dabei zeigte sich auch, dass die
Quantisierung der Richtungen anhand von acht Bereichen sogar eine verdnderte Schreibweise in
Bezug auf die Schragstellung eines Zeichens zulésst und weiterhin korrekt Klassifiziert. Hierbei hilft
auch die Normalisierung der Merkmale, durch die &hnliche Bereiche auch &hnliche Werte
aufweisen und somit Gber Abweichungen in der Schreibrichtung gut generalisiert werden kann.

42



Methode

Daher wurden die Tests mit den Winkeln eingestellt und diese Methode fiir eine genauere
Betrachtung ausgewahlt.

4.4.3. Weitere Merkmale

Zusétzlich zum Direction-Chain-Code werden bereits wahrend der Segmentierung weitere
Merkmale extrahiert. Naheliegende ist hierbei die Grolie eines Zeichens. Die Hohe eines Zeichens
kann in vier Stufen aufgeteilt werden: Zeichen mit einer Hohe von einer halben Stufe, einer ganzen
Stufe, zwei Stufen und drei Stufen. Die Breite wird in Pixel gemessen und anhand der Stufenhthe
(Anzahl an Pixel zwischen zwei Stufen) normalisiert. Wie bereits im vorigen Kapitel erwahnt, sind
auch die Ubergange eines Konsonantenzeichens wichtig fiir deren Klassifizierung. Daher wird der
Ein- und Austrittswinkel in vier Stufen quantisiert und normalisiert. Vier Stufen sind dabei vollig
ausreichend um zwischen spitzen und stumpfen Winkeln unterscheiden zu konnen. Weitere
Merkmale sind die Anzahl und Position der Schleifen. Es kdnnen maximal drei Schleifen in einem
Zeichen auftreten. Um die Position abbilden zu konnen, gibt es je ein Merkmal fiir eine Schleife zu
Beginn, in der Mitte und am Ende eines Zeichens, mit dem Wert O fiir keine oder 1 flr eine Schleife
an der jeweiligen Position. Ein Merkmalsvektor fur ein Zeichen hat demnach folgenden Aufbau:

1. Hohe (Anzahl der Stufen)

Breite (durch Stufenhdhe normalisiert)

Eintrittswinkel (in vier Stufen quantisiert)

Austrittswinkel (in vier Stufen quantisiert)

Schleife zu Beginn (0 oder 1)

Schleife in der Mitte (O oder 1)

Schleife am Ende (0 oder 1)

Direction-Chain-Code (Lange wird durch Hohe des Zeichens bestimmit)

© N o g B~ wDd

4.4.4. Klassifizierung mitteld ernverfahren

Lernverfahren sind mittlerweile die State-of-the-art Methode fir Klassifizierungsaufgaben. Mit
neuronalen Netzen, Hidden Markov Modellen, Bayes Netzen, Support Vektor Maschinen oder
selbstlernenden Entscheidungsbdumen, jeweils in diversen Ausfiihrungen, gibt es viele
verschiedene Algorithmen, die bereits in zahlreichen Anwendungsgebieten ihre Praxistauglichkeit
bewiesen haben. Auch fur die Handschriftenerkennung werden mittlerweile fast ausschlieRlich
Lernverfahren eingesetzt (siehe auch Kapitel 3). Je nach gewéhltem Algorithmus, kénnen diese
sogar als Black-Box betrachtet werden, die ihre Arbeit verrichten, ohne dass der Programmierer
sich genauer mit ihrer Funktionsweise auseinandersetzen muss. Wichtiger und meist viel
aufwéandiger ist die Wahl und Extraktion von relevanten Merkmalen (Features) aus den zu
klassifizierenden Mustern. In der Regel werden bei einer Klassifizierungsaufgabe nach und nach
weitere Features hinzugezogen, bis der Classifier eine ausreichende Trefferquote erreicht. Dabei
wird jedes neue Merkmale darauf gepruft, ob es tatsachlich zu einer Verbesserung der Erkennung
beitrégt, also ob sich der Informationsgehalt des Merkmals lohnt. Zu viele Features die nur wenig
zur Erkennung beitragen, kdnnen zu einer schlechten Generalisierung des Classifiers fuhren. Dies
zeigt sich darin, dass der Classifier zwar gelernte Muster sehr gut, neue und unbekannte Muster
hingegen eher schlecht klassifizieren kann. Die Leisungsfahigkeit eines Classifiers wird daher
anhand einer Datenbank von Mustern Uberpriift. Diese Datenbank wird meistens zu 2/3 Trainings-
und 1/3 Testdaten aufgeteilt. Mit den Trainingsdaten wird der Classifier trainiert, bis dieser eine
bestimmte Erkennungsrate auf den Trainingsdaten erreicht. Mit den Testdaten wird anschlieRend
uberprft, wie gut der Classifier mit nicht gelernten Mustern umgeht und die Erkennungsrate sowie
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die Fehlerrate berechnet. Diese bestimmt dann die Qualitét des eingesetzten Lernverfahrens mit den
gewahlten Features.

Auswahl

In dieser Arbeit werden fur die Klassifizierung des Direction-Chain-Code und der weiteren
beschriebenen Merkmale sowohl neuronale Netze als auch lernende Entscheidungsbdume néher
betrachtet und damit die Leistungsfahigkeit der gewdahlten Merkmale verifiziert. Diese
Entscheidung basiert hauptsachlich auf dem begrenzten zeitlichen Rahmen, der eine genauere
Betrachtung einzelner Lernverfahren nicht zulieR. Die gewahlten Methoden bieten den Vorteil, dass

sie ohne grollen Konfigurationsaufwand zu sehr guten Ergebnissen fiihren. Da die Hauptaufgabe bei
Klassifizierungsproblemen in der Wahl der geeigneten Merkmale besteht, liegt der Fokus der Arbeit

nicht auf den Lernverfahren selber. Dennoch folgt nun ein kurzer Uberblick der gewéhlten
Verfahren. Fir eine ndhere Betrachtung empfiehlt sich das Standardwerk flr
Klassifizierungsaufgaben APatt ern Cl assi f i c a[Bl] asrEmfihwmg kannD u d a
auch das deutschsprachige Buch AGrundHK3ars Ky
dienen.

Neuronale Netze haben sich in der Vergangenheit fiir Klassifizierungsaufgaben bewéhrt, bei denen
die zu Klassifizierenden Daten nicht eindeutig linear separierbar sind. Dabei orientieren sie sich von
der Funktionsweise her am menschlichen Gehirn: Vernetzte Neuronen, die aktiviert werden, wenn
die gewichteten Eingdnge eine bestimmte Schwelle Uberschreiten und somit wieder Eingabe fiir
weitere Neuronen eine Schicht hoher bilden. Gerade bei der Erkennung von Handschriften wird
neben Hidden Markov Modellen und Bayes Netzen gerne ein neuronales Netz verwendet, weil sie
gute Ergebnisse liefern, ohne vorher aufwandig fir die Klassifikationsaufgabe parametriert werden
zu mussen. Der Nachteil von neuronalen Netzen liegt jedoch in der Ausgabe eines Netzes. Diese
entspricht generell nicht den tatsachlichen Wahrscheinlichkeiten, welches ein eingegebenes Muster
einer bestimmten Klasse entspricht. Flr einen anschlieBenden Post Processing Schritt, wie der
Kontexterkennung, sind die Wahrscheinlichkeiten jedoch nétig. Allerdings konnten Hung et al. an
diversen Aufgabenstellungen zeigen, dass die Ausgabe nahezu den Wahrscheinlichkeiten
entspricht, wenn die Netze nur wenige verdeckte Schichten aufweisen [33]. Ein weiterer Nachteil
ist in der Struktur von neuronalen Netzen begrindet. Aufgrund des komplexen Zusammenspiels
von gewichteten Verbindungen der Neuronen und deren Aktivierungsfunktion ist es nahezu
unmdoglich das Verhalten eines Netzes als Mensch nachzuvollziehen. Arbeitet ein Netz nicht wie
erwartet, ist die Diagnose daher meist zu aufwandig.

Bei Entscheidungsbdaumen hingegen ist eine Diagnose sehr einfach, da die Klassifikation hierbei
ahnlich einer menschlichen Entscheidung gefallt wird. Die Merkmale werden anhand einer Reihe
von Fragen einer bestimmten Klasse zugeordnet wobei die jeweils néchste Frage von den bereits
gestellten abhédngig ist. Dadurch lasst sich dieser Entscheidungsprozess anschaulich als
Entscheidungsbaum reprasentieren. Die Fragen befinden sich in den einzelnen Knoten des Baums
und die Antwort bestimmt, welcher Verbindung zum ndchsten Knoten und damit zur néchsten
Frage gefolgt wird. Am Ende eines Pfads sind die Blattknoten, in denen die jeweilige Klasse
definiert ist. Das Lernen eines Entscheidungsbaums ist dabei ein rekursiver Prozess, bei dem die
Trainingsdaten in immer kleinere Teilmengen zerlegt werden. Ziel bei jeder Zerlegung ist es, dass
sich in jeder Teilmenge so wenig wie moglich unterschiedliche Klassen befinden. Vorteil von
Entscheidungsbaumen ist die leichte Diagnose, da Entscheidungsbdume fir Menschen lesbar sind.
Dartiber hinaus werden automatisch nur die Merkmale verwendet, die tatsachlich fiir eine
Entscheidung notwendig sind. Aulerdem liefern sie tatsdchliche Wahrscheinlichkeiten fir ein
eingegebenes Muster. Zudem sind das Lernen und die Klassifizierung extrem schnell im Vergleich
zu anderen, rechenintensiven Algorithmen wie z.B. den neuronalen Netzen (Lernen dauert extrem
lange, Klassifizierung ausreichend schnell). Andere Vorteile, wie z.B. dass Entscheidungsbaume
auch mit fehlenden Merkmalen umgehen kdnnen, sind hier nicht von Bedeutung. Ein Nachteil von
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Entscheidungsbdumen ist, dass wenn sich eines der betrachteten Features nur leicht &ndert, zum
Beispiel durch eine andere Schragstellung eines Zeichens durch einen anderen Schreiber, die
Klassifikation fehlschlagen kann. Daher ist es wichtig, fir das Training eines Entscheidungsbaums
eine  mdoglichst groRe Datenmenge zur Verfigung zu haben. Bei Anwendung in der
Handschriftenerkennung sollte der Verwender des Systems dieses auch selbst trainieren.

Umsetzung

Die Anzahl der einzelnen Richtungen des Direction-Chain-Codes bestimmen, wie bereits erwahnt,
die Auflosung eines eingegebenen Musters. Diese sollte nicht zu hoch sein, da sonst auch Ausreil3er
betrachtet werden, aber auch nicht zu gering, da sonst wichtige Informationen, die zur korrekten
Klassifizierung eines Zeichens notwendig sind, verloren gehen. Daher héngt die Anzahl auch
malgeblich von der Hohe eines Zeichens ab. Zeichen mit einer Hohe von bspw. einer halben Stufe
dirfen nicht in gleich viele Teilstriche zerlegt werden wie die Zeichen mit einer H6he von drei
Stufen. Daher werden die Zeichen anhand ihrer Hohe in vier Gruppen aufgeteilt. Bei einer Hohe
von einer halben Stufe wird die Eingabe in 10, bei einer Hohe von einer Stufe in 20, bei zwei Stufen
in 40 und bei vier Stufen in 60 Teilstriche zerlegt, deren Richtungen anschliefend den Direction-
Chain-Code bilden. Zusammen mit den weiteren Merkmalen ergeben sich somit Feature Vektoren
mit einer GroRe von 16, 26, 46 oder 66. Dementsprechend muss auch fur jede der vier Héhen ein
separater Classifier verwendet werden.

Wird als Classifier ein Entscheidungsbaum verwendet, reicht es aus, je Hohe einen eigenen
Entscheidungsbaum zu trainieren und fir die Klassifizierung zu verwenden. Die Ausgabe ergibt
hierbei eine Liste aller Klassen mit den zugehérigen Wahrscheinlichkeiten. Als Algorithmus zum
Entscheidungsbaumlernen wird C4.5 (J48) aus der WEKA Bibliothek™ verwendet. Da diese
Bibliothek in Java implementiert ist, lasst sie sich nicht direkt in .NET Anwendungen verwenden.
WEKA.NET* stellt eine Portierung der Version 3.4 dieser Bibliothek dar, welche fiir den Zweck
der Arbeit ausreichend ist.

Bei Verwendung von neuronalen Netzen ist es nicht praktikabel, je H6he nur ein einziges Netz zu
verwenden. Um nicht zu viele Muster mit einem einzigen Netz klassifizieren zu mussen (ohne
Kirzel bei einer Hohe von zwei Stufen bereits 29 Klassen), gibt es innerhalb einer Héhe fir jede
Klasse ein Netz, das genau diese Klasse identifizieren kann und alle anderen Klassen verwirft. Ein
Zeichen wird bei der Erkennung auf alle Netze einer Hohe gegeben. Die Ausgabe jedes Netzes wird
dann zusammen mit der Klasse des Netzes in einer Liste zurtickgeliefert. Fir die Umsetzung wird
das Encog™ Framework von Heaton Research verwendet. Dieses beinhaltet diverse Algorithmen fiir
neuronale Netze. Konkret wird Resilient Propagation (RPROP) als Lernalgorithmus und die
Sigmoid Funktion als Aktivierung verwendet.

Es sei hier nochmals darauf hingewiesen, dass die Entscheidung fiir die genannten Algorithmen
lediglich aufgrund ihrer hohen Popularitdt und Einfachheit bei der Verwendung fiel und keine
ausfuhrliche Untersuchung anderer Algorithmen maoglich war.

Die Liste der Ausgabe kann, egal welcher Classifier verwendet wird, einem Post Processing Schritt
ubergeben werden. Hier wird aufgrund des fehlenden Post Processings einfach die Klasse mit der
hdchsten Wahrscheinlichkeit bzw. dem hochsten Wert der Ausgabe verwendet.

4.5. Klassifizierung der Vokalverbindungen

Die Verbindungen zwischen zwei Konsonantenzeichen oder Kiirzeln ergeben bei der DEK die
Vokale. Dabei hangt die Klasse eines Vokals nicht von der Form selbst ab, denn die Verbindungen

19 http://www.cs.waikato.ac.nz/~ml/weka/index.html
Y http://sourceforge.net/projects/wekadotnet/
12 http://www.heatonresearch.com/encog
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sind i.d.R. gerade Linien die das Ende und den Anfang eines Segments direkt verbinden. Wichtiger
ist hierbei vielmehr die Stellung der benachbarten Konsonantenzeichen. Die Unterscheidung findet
nur auf Basis der Lange der Verbindung bzw. des Raums zwischen zwei Zeichen, einer mdglichen
Hoch- oder Tiefstellung und einer eventuellen Verstarkung des folgenden Zeichens statt. Letzteres
wird anhand einer Schwelle fir den vom Tablet gelieferten Drucks bereits wahrend der
Segmentierung festgestellt.

Der Raum zwischen zwei Zeichen ist dabei nicht einfach zu berechnen. Fir die Berechnung muss
bekannt sein, an welcher Stelle der Ubergang von Zeichen zu Zeichenverbindung liegt. Denn
manche Zeichen beginnen und enden nahe an der Segmentgrenze, andere nicht. Flr die korrekte
Klassifizierung missen daher die Nachbarzeichen bereits klassifiziert worden sein.

Ebenso ist es bei der Hoch- und Tiefstellung notwendig, vor allem das folgende Zeichen bereits zu
kennen. Die meisten Zeichen beginnen zwar bei der vollen Hohe des Zeichens, manche aber auch
bei ein Drittel, halber oder zwei Drittel der Hohe (normalerweise wenn sie mit einer Schleife
beginnen). Um nun feststellen zu konnen, ob das folgende Zeichen hoch- oder tiefgestellt
geschrieben wurde, muss der Eintrittspunkt relativ zur Hoéhe eines Zeichens in Relation zur
Grundlinie berechnet werden (siehe Abbildung 38). Im Falle eins hoch- oder tiefgestellten Zeichens
muss aullerdem die Grundline fur den nachsten VVokal neu berechnet werden.

a b C d

Abbildung 38: (a) Normal- und (b) hochgestelltes "m" und (c) normat und (d) hochgestelltes "d", jeweilshach
dem Buchstaben "t". Rote Punkte entsprechen PSPs, gestrichelte Rote Linie neuer Grundlinie nach
Hochstellung.

Zusitzlich muss beachtet werden, dass manche Zeichen,wi e z . B die Gduadtinie Aushidhne

Hoch- oder Tiefstellung in bestimmten Fallen verschieben. Abbildung 39 zeigt die zwei Worter
Ase(h)r @A wuobaimAsee Watdad Dehnwmgs-h ni cht geschrieben v
halbstufig geschrieben, daher verschiebt sich im ersten Wort die Grundlinie um eine halbe Stufe

nach oben (siehe rote gestrichelte Linie). Bei m zwei ten Wor't I st das
einstufig, daher gibt es keine Verschiebung. Soll eine Hoch- o d e r Tiefstellung r
erreicht werden, muss die neue Grundlinie ausgehend von der bereits verschobenen Grundlinie

betrachtet werden. Im ersten Wort wirde das Zeichen bei einer Hochstellung tber die erste Stufe
(durchgezogene dinne Linie), bei einer Tiefstellung hingegen auf die Standardgrundlinie
(durchgezogene dicke Line) rutschen. Beiei nst uf i gen oder h°heren Zei
die Hoch- und Tiefstellung wie gehabt.
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AN

Abbildung 39: Neue Grundlinie (rote gestrichelte Linie) nach "s" bei halbstufigen Zeichen ("se(h)) (Beachte:
Dehnungsh wird nicht geschrieben) nicht bei einstufigen Zeichen ("sehen").

Aus diesen Grunden kann eine Klassifizierung eines Vokals nur erfolgen, wenn die Grundlinie
stimmt und beide Nachbarzeichen bekannt sind. Es empfiehlt sich daher, die VVokale von Beginn ab
des Wortes in einem iterativen Prozess zu klassifizieren um bei jedem Vokal die zuvor neu
berechnete Grundline verwenden zu koénnen. Eine Klassifikation eines Vokals innerhalb eines
Wortes ist also nur mdglich, wenn die Grundlinie bekannt ist und hierzu mussen alle vorherigen
Konsonantenzeichen und Kirzel richtig Kklassifiziert und die Vokalverbindungen zumindest auf
Hoch- oder Tiefstellung untersucht werden.

Leider reichte die Zeit nicht aus, um auch noch die Vokalverbindungen durch einen lernfahigen
Algorithmus abzudecken. Daher wurde hierfur ein einfacher Entscheidungsprozess implementiert.
Hierbei werden nur die Eingangshéhen der nachfolgenden Konsonantenzeichen beriicksichtigt und
nicht die der vorhergehenden. Zeichen, bei denen in bestimmten Féllen eine Hoch- und Tiefstellung
automatisch notwendig wird, wie z.B. beim oben angesprochenen Fall des Konsonantenzeichens fiir
das Asih, werden demnach nicht ber endkisngegem t i gt
werden schon beachtet. Zeichenverbindungen am Wortanfang, die nicht in der Nahe der Grundlinie
beginnen, sind z.B. nur Teile des ersten Konsonantenzeichens, welche beim Segmentieren entstehen
und daher nicht als VVokal klassifiziert werden dirfen (siehe roter Rahmen bei a in Abbildung 40).
Am Wortende werden Vokalverbindungen maRgeblich anhand deren Lénge und Hohe klassifiziert
(siehe b-d in Abbildung 40).

T

Abbildung 40: Spezialfa2all bei Verbindungen am (An) akhwe i{,a)( dA)mfiZ

Die Lange der Verbindungen zwischen zwei Zeichen erfolgt durch die Grenzen der Zeichen und

nicht anhand der Lange der Verbindung selber. Dies ist eine erhebliche Vereinfachung, die aber in

einigen Féllen zu einer falschen Klassifikation fihrt. Abbildung 41 z ei gt das Wor t
(Beachte: A2fd darf al s Avealifrecigee Sctoifh (@)iisegenagnPlatzve r d e
zwischen den zwei zeichenumgebenden Flachen (rote Rechtecke). In diesen Féllen funktioniert die
Vereinfachung sehr gut. Bei schragem Schriftbild hingegen tberlappen sich die Flachen und der

Abstand ist somit sogar negativ. Wirde fur dieses Beispiel die Lange der Verbindung selber

verwendet werden, entsprache Beispiel (b) evtl. bereits einer langen Verbindung und wiirde somit

als Aof klassifiziert werden.
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Abbildung 41: Klassifikation von Vokalen. Probleme bei Schragstellung der Konsonantenzeichen. Hier am Wort
"Tater".

Dieses Beispiel zeigt auch, dass bereits die vermeintlich einfache Klassifikation der Verbindungen
durch viele Faktoren beeinflusst wird. Dass harte Grenzen durch Entscheidungsprozesse fur solche
Szenarien eher ungeeignet sind, zeigt vor allem das letzte Beispiel sehr deutlich. Ahnlich dem
Klassifikationsproblem der Konsonantenzeichen wére auch hier der Einsatz von Lernalgorithmen
deutlich von Vorteil.
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5. Ergebnisse

In diesem Kapitel werden die ausgewéhlten Methoden genauer untersucht um zu verifizieren, dass
deren Leistungsfahigkeit flr eine Handschriftenerkennung der DEK ausreichend ist. Hierzu wurden
diese in Form eines Softwareprototypen umgesetzt, welcher dieser Arbeit auf einem Datentrager
beiliegt. Es muss an dieser Stelle angemerkt werden, dass dieser Prototyp zum Testen der
Segmentierung und der ausgewéhlten Merkmale dienen soll. Nicht alle Tests lassen sich tber die
Oberflache steuern und einstellen, manche wurden nur im Quellcode fur die Dauer der Tests
eingebaut und hinterher deaktiviert. Das letztendlich erzielte Ergebnis l&sst sich jedoch mit der
Software ohne Eingriffe im Quellcode verwenden. Da es bei der Arbeit primédr um die Entwicklung
und Verifizierung der Methode geht und nicht um die Entwicklung einer Software, wird diese in
Anhang A nur kurz beschrieben.

5.1. Segmentierungsalgorithmus

Die Idee, die hinter dem Segmentierungsalgorithmus steht, nur an den Aufstrichen zu segmentieren,
die nicht in einer Schleife liegen, ist meiner Meinung nach fur die DEK der beste Ansatz. Jedoch
hat die Umsetzung an einigen Stellen Probleme gezeigt. Da, wie in Kapitel 4.3.2 gezeigt, fir das
Erkennen der Aufstriche die Koordinaten verwendet werden, kann es z.B. bei nicht idealer
Handschrift (was eine Handschrift in den seltensten Fallen ist) dazu kommen, dass tatsachliche
Segmentierungspunkte nicht erkannt werden. So zum Beispiel, wenn die Verbindung zwischen
zwei Kosonantenzeichen leicht in die negative y-Richtung verlauft, was vor allem bei Tiefstellung
von Konsonanten und Kirzeln haufiger vorkommt. Es wére daher sinnvoller, anstatt der Richtung
die Extremwerte zu berechnen. Segmentiert wird dann an allen Extremwerten (Minima und
Maxima), die auBerhalb einer Schleife liegen. Dabei muss allerdings darauf geachtet werden, dass
an Schleifen i.d.R. am Ausgang, Eingang oder an beiden auch segmentiert werden muss (siehe
Abbildung 31 in Kapitel 4.3.2). Eine Mdglichkeit dies zu erreichen, kénnte das Berechnen der
Tangente im Ein- bzw. Austrittspunkt sein. Wenn diese eine bestimmte Steigung gegentber der x-
Achse aufweist, muss hier ebenfalls segmentiert werden. Abbildung 42 zeigt das Ablaufdiagramm
des verbesserten Segmentierungsalgorithmus.
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Eingabe erfassen

Punktsequenz l

¥

Extremwerte berechnen

Liste mit Extremwerten

Schnittpunkte suchen

Mein
weiterer Extremwert
vorhanden?

Michsten Extremwert
wahlen

l Extremwert

la

zwei Schnittpunkten?

PSP setzen

weiterer Schnittpunkt
vorhanden?

Liste mit Ein- und
Austrittspunkten

Ende

MNei

Nachsten Schnittpunkt
wihlen

l Schnittpunkt

Meimn

Tangentensteigung in
Schnittpunkt = Schranke?

PSP setzen

Abbildung 42: Verbesserter Segmentierungalgorithmus.
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Bei der Implementierung sollte eine Methode gewéhlt werden, die nicht auf die Microsoft INK API
angewiesen ist. Das Verwenden sowohl der erkannten Punkte als auch der Bezier Darstellung, wie
es bei der Umsetzung gemacht wurde, ist zwar naheliegend und einfacher, birgt aber auch
Schwachstellen. So ist es nicht immer zufriedenstellend mdglich, zu einem erkannten Punkt den
passenden Punkt auf der Bezierkurve zu finden. In seltenen Féallen kann es vorkommen, dass eng
aneinander liegende Linien vertauscht werden. Dadurch ist die Zuordnung eines Schnittpunktes, der
mittels INK API erkannt wurde, nicht immer korrekt. Um sowohl solche Probleme in den Griff zu
bekommen als auch den Algorithmus auf andere Plattformen portierbar zu machen, empfiehlt es
sich nur rein mit den erkannten Punkten zu arbeiten. Da diese aber auch bei OLCR nicht frei von
Rauschen sind, misste zunéchst ein Preprocessing durchgefiihrt werden. Dabei sollten die Punkte
geglattet werden, wobei unwichtige Punkte geldscht und evtl. wichtige fehlende Punkte erganzt
werden konnten. Es muss aber sichergestellt werden, dass die gewéhlte Methode scharfe Ubergange
von einer Verbindung zu einem Konsonantenzeichen nicht glattet, da diese Ubergange entscheidend
fur die spatere Erkennung sind. Auch andere Autoren beschreiben ein solches VVorgehen, siehe z.B.
[18] oder [34].

Fur die Schnittpunktberechnung, die ohne die INK API manuell durchgeflihrt werden muss, kann
z.B. der Ansatz von Ma und Leedham verwendet werden, den sie fir die Schleifenerkennung in
Renqun [16] und Pitman [18] verwenden. Dabei wird die Eingabe zuerst in einen Freeman chain
code mit 16 Richtungen umgesetzt. AnschlieBend werden Regionen immer dort gebildet, wo sich
der Richtungscode von aufeinanderfolgenden Punkten nicht &ndert. Fur sich Uberlappende
Regionen wird schliellich der Schnittpunkt berechnet (siehe Abbildung 43).

Region 1

Region 2

Region 3

Abbildung 43: Berechnung von Schnittpunkten mithilfe von tGberlappenden Regionefi8].

Eine weitere Verbesserung, sowohl des verwendeten Ansatzes als auch bei einer Uberarbeitung der
Segmentierung, ware die Erkennungdes Zei chens f ¢r Al A bereit
ist in der DEK ein Kleiner Kreis bzw. eine Schleife. Probleme hierbei treten vor allem bei der
korrekten Erkennung von Schleifen auf. Da die Distanz zwischen Ein- und Austrittspunkt bei
diesem Zeichen sehr gering sind, darf die Schwelle zwischen falschen und echten Schleifen (siehe
Kapitel 4.3.3) nicht sehr hoch ausfallen. Daher kann es passieren, dass auch Schleifen als solche
erkannt werden, die nur versehentlich durch eng aneinander liegende Linien verursacht wurden
(siehe Abbildung 44). W¢, r de di e Erkennung f¢r das Zei
Schwelle weiter angehoben und so die Anzahl der falsch erkannten Schleifen reduziert werden.
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C

Abbildung 44: Fal schlicherweise erkannte Schleife am Beispiel

AuRerdem definiert die Wiener Urkunde [2] in 84 Absatz 4, dassdasdieSc h| ei f e f ¢
bestimmten Umstanden vorgezogen und somit als Teil des vorherigen Konsonantenzeichens
geschrieben werden darf, wie in Abbildung 45 illustriert.

Abbildung 45. Wort Asichl|l amd"olmne vorgezogenem Al "

Damit wirde mit dem vorgestellten Ansatz keine Segmentierung der beiden Zeichen erfolgen. Um
solche Félle dennoch erkennen zu koénnen, mussten Muster als separate Klasse zum Training der
Erkennung bereitgestellt werden, was die Komplexitat erhohen wirde. Auch dieses Problem wiirde
sich durch eine Voraberkennung beheben |
eine Maglichkeit fur die Erkennung in der Preprocessing Phase die Suche von kleinen Punkthaufen,
wo alle Punkte in ein Quadrat mit bestimmter Gréle passen und sich die Eingabe mit sich selbst
schneidet. Leider war die Implementierung im Rahmen der Arbeit aus Zeitgriinden nicht mehr

moglich. Es gilt jedoch auch =zu beachten, dass die Erkennung von vorgezogenen
Konsonantenzeichen nicht zur Zielsetzung der Arbeit gehért (siehe Kapitel 1.2).

Rickblickend war es nicht sinnvoll, sich fir die Verwendung der Bezier-Splines zu entscheiden.
Anders als vermutet, wurde die Implementierung dadurch nicht vereinfacht, sondern an vielen
Stellen eher komplizierter, was auch zu Lasten der Robustheit geht. Trotz allem kann auch die in
dieser Arbeit verwendete Umsetzung der Segmentierung als gut bezeichnet werden. Die
angesprochenen Félle, in denen sie fehlschl&gt, kommen nicht sehr haufig vor.

Dennoch muss erwahnt werden, dass der Algorithmus in seiner Gesamtheit nur von mir getestet
wurde und dies auch nur wéhrend der Bedienung. Es wurden keine gesonderten Testfélle erstellt,
die die Korrektheit der Segmentierung verifizieren kénnten. Daher ist auch keine klare Aussage zu
treffen, wie stark die beschriebenen Probleme im praktischen Einsatz auftreten. Das Fehlen von
Testfallen liegt einerseits daran, dass mir keine Personen mit Kenntnissen der DEK bekannt sind
und wie bereits an anderer Stelle erwéhnt wurde, jegliche Kontaktaufnahme zu Stenographen
Vereinen im Sande verlief. Andererseits ist das Erstellen einer Datenbank zur Verifikation der
Segmentierung sehr aufwéndig. Fur andere Sprachen gibt es solche Datenbanken bereits, fur die
DEK mdsste diese jedoch selbst aufgebaut werden, was im zeitlichen Rahmen dieser Arbeit nicht
maoglich war.
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Erschwerend kommt beim Testen der Anwendung die Abhangigkeit zur Microsoft INK API hinzu.
Da der Segmentierungsalgorithmus auf das StrokeObjekt der APl angewiesen ist, kann dieser in
seiner Gesamtheit nur mit einem solchen getestet werden. Das manuelle Erstellen (also nicht durch
Eingabe an einem Tablet) solcher Objekte ist aber nur eingeschrankt moglich. Die Druckstérke
sowie andere notwendige Eigenschaften lassen sich hierbei nicht vorgeben.

Um aber Teile des Algorithmus zu testen, wurden z.B. fur die Berechnung von Winkeln Testfélle
erstellt um deren Korrektheit zu verifizieren. Hierbei wurden fast ausschlieBlich Grenzwerttests
eingesetzt, da es schlicht zu aufwéndig ware, bei einer Winkelberechnung jede Kombination zu
testen. Daher wird bei Grenzwerttests angenommen, dass die Algorithmen sich zwischen zwei
Grenzen ebenfalls korrekt verhalten und es ausreicht, nur die Grenzwerte und problematische
Konstellationen zu testen.

5.2. Klassifizierungler Konsonantenzeichen

Anders als in Kapitel 4.4.4 beschrieben, konnte in dieser Arbeit aus zeitlichen Grinden nicht jedes
neue Feature auf seinen Informationsgehalt geprift werden, da das Training eines Classifiers je
nach gewdahlten Algorithmus sehr aufwéandig sein kann und mir nur begrenzte Rechenkapazitaten
zur Verfugung standen (siehe Training des neuronalen Netzes im weiteren Verlauf des Kapitels).
Daher wurden neue Features nicht auf den gesamten Daten, sondern nur in kurzen Einzeltests
verifiziert.

Zum Testen der Klassifizierung wurde eine Datenbank angelegt, in der fir jede Klasse manuell
etwa 100-mal das entsprechende Zeichen eingegeben wurde. Insgesamt enthalt die Datenbank 6.218
Eintrége fir 63 Klassen. 55 Klassen entsprechen den Konsonantenzeichen der Wiener Urkunde [2].
Weitere acht Klassen waren notwendig, um Zeichen zu modellieren, die je nach folgendem Zeichen
mit oder ohne Schleife auslaufen kénnen (siehe erste zwei Zeichen von Abbildung 46). Abbildung
46 zeigt einige Eintrdge der Datenbank. Um die Ein- und Austrittswinkel bei der Segmentierung
korrekt berechnen zu konnen, wurden diese mit Pseudoverbindungen versehen, die nicht zum
Zeichen selber gehdren.

J A gl s
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Abbildung 46: Einige Muster der Datenbank.

Fur die Eingabe wurde ein Wacom PL-550 (Cintig 15X) verwendet, das eine Aufldsung von 508
dpi (200 Linien/cm) und eine Sample Rate von 206 Punkten in der Sekunde ermdglicht. Dies ist
nicht mehr ganz zeitgemaR, denn bereits moderne Consumertablets erreichen Auflésungen von
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2540 dpi. Dies ist auch der Grund, weshalb beim Anlegen der Datenbank die Zeichen sehr genau
eingegeben werden mussten. Beim ersten Versuch wurde darauf nicht sonderlich geachtet. Dabei
traten vor allem Probleme bei der Berechnung der Ein- und Austrittswinkel auf, welche fur die
Zeichenklassifikation sehr wichtig sind. Es zeigte sich, dass bei schneller Eingabe und geringer
StufengroBe es schwierig ist, Rundungen bei Ubergdngen von Verbindungen in
Konsonantenzeichen so zu schreiben, dass diese vom Tablet nicht als rechte Winkel erkannt

wurden. Gerade bei halbstufige n Zei chen wie dem Arfi und dem

im weiteren Verlauf kaum moglich. Abbildung 47 soll dieses Problem verdeutlichen.

I NS NS

a b C

Abbildung 47: halbstufiges "n" (a), halbstufiges "r" (c) und vom Tablet geliefertes Muster (b).

Es wird angenommen, dass diese Probleme mit moderner Hardware weitaus weniger ins Gewicht
fallen, dies konnte jedoch aufgrund fehlender Hardware nicht verifiziert werden. Es gilt hier jedoch
zu berticksichtigen, dass diese Probleme letztlich nur durch die verwendete Hardware verursacht
werden und nicht auf die Leistungsfahigkeit des gefunden Algorithmus bezogen werden durfen.

Um die optimale Struktur der jeweiligen neuronalen Netze zu finden wurde eine Kreuzvalidierung
implementiert. Dabei wurde jedes Netz einer Klasse in zehn Durchgéngen zuféllig mit etwa 90%
der Daten trainiert und mit den verbleibenden 10% getestet. Die Auswahl der Trainings- und
Testdaten erfolgten hierbei bei jedem neuen Durchgang erneut. Auf diese Weise wurde automatisch
jede Kombination von ein oder zwei verdeckten Schichten mit einer Anzahl von 1/5 der
Eingabeneuronen bis hin zur Anzahl der Eingabeneuronen je verdeckter Schicht getestet. Allein fir
die Zeichen mit einer HOohe von einer halben Stufe entstehen dadurch yzp ¢z px ©

¢ ¢ Tzu trainierende Netze'®. Die Netze wurden dabei so lange trainiert, bis der Fehler auf den
Trainingsdaten weniger als 0,1% betrug. Da ein Netz mit zuféalligen Gewichten initialisiert wird,
kann es vorkommen, dass ein Netz gegen einen Fehler groRer als 0,1% konvergiert. Daher wird die
Berechnung nach spétestens 1000 Iterationen abgebrochen (Tests haben ergeben, dass eine
Konvergenz meist noch vor 500 Iterationen erreicht wird). In solchen Fallen wird das Netz mit
anderen zufalligen Gewichten initialisiert und erneut trainiert. Da es auch aufgrund der Struktur
maoglich ist, dass kein Fehler kleiner als 0,1% auf den Trainingsdaten erreicht werden kann, wird
dieser Vorgang maximal zehnmal wiederholt. Wurde bis dahin kein kleinerer Fehler erreicht, wird
das letzte gelernte Netz verwendet.

AnschlieRend wurde der Fehler auf den Testdaten gemessen, wobei die falsch negativen Fehler (bei
denen ein zugehdriges Muster als nicht zugehdrig klassifiziert wird) hierbei groéf3ere Bedeutung
haben als die falsch positiven (wo nicht zugehorige als zugehdrige klassifiziert werden). Denn
selbst wenn ein Netz einer falschen Klasse ein Muster mit einer Ausgabe von 0,98 als erkannt
feststellt, so kann das Netz, zu dem die Klasse tatséchlich gehdrt, immer noch eine Ausgabe von
0,99 oder gar 1,0 aufweisen. Damit wirde das Muster im anschlieenden Entscheidungsprozess
trotz falsch positiver Klassifikation einzelner Netze dennoch der richtigen Klasse zugeordnet. Die
Gewichtung der Fehler wird automatisch erreicht, indem sie auf die jeweilige Anzahl der Testdaten
bezogen werden. D.h. falsch negative Fehler werden auf die Anzahl der zugehdrigen Muster (etwa
10% von 100 der jeweiligen Klasse) und falsch positive auf die Anzahl der nicht zugehdrigen
Muster (ebenfalls etwa 10% von 100 allerdings von allen anderen Klassen) bezogen.

138 Klassen mit je 10 Durchgénge bei 2 verschiedene Konfigurationen der verdeckten Schichten, 17 Eingabeneuronen,
3 entspricht 1/5 der Eingabeneuronen, also 14 Konfigurationen fiir die Anzahl der Neuronen je verdeckter Schicht
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Das Training und Testen der einzelnen Netzstrukturen inkl. der Kreuzvalidierung dauerte insgesamt
etwa 22 Tage auf einem MacBook Pro mit einem 2,53GHz Intel Core 2 Duo P8700 Prozessor unter
Windows 7. Als Grafikkarte ist eine NVIDIA GeForce 9400M verbaut und OpenCL ist installiert.
Da die Encog Bibliothek OpenCL unterstiitzt', konnte auch die GPU der Grafikkarte verwendet
werden. Abbildung 48 bis Abbildung 51 zeigen die Ergebnisse durch die Angabe der Fehler auf den
Testdaten jeweils flr eine der vier verschiedenen Zeichenhdhen. Die optimale Struktur eines Netzes
ergibt sich durch den geringsten Fehler.
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Abbildung 48: Fehler auf den Testdaten bei halbstufigen Zeichen.
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Abbildung 49: Fehler auf den Testdaten bei einstufigen Zeichen.

Y http://de.wikipedia.org/wiki/OpenCL
1 http://www.heatonresearch.com/encog/opencl
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Abbildung 50: Fehler auf den Testdaten bei zweistufigen Zeichen.
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Abbildung 51: Fehler auf den Testdaten bei dreistufigen Zeichen.
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Bei halbstufigen Zeichen ist demnach eine verdeckte Schicht mit acht Neuronen die beste Struktur.
Damit ergibt sich ein Fehler von 0,11%. Fur Zeichen mit einer H6he von einer Stufe liegt der
geringste Fehler von 1,12% bei zwei verdeckten Schichten mit je 13 Neuronen. Ein Fehler von
1,08% konnen bei zweistufigen Zeichen mit einer verdeckten Schicht mit 29 Neuronen erreicht
werden. Dreistufige Zeichen kdnnen sogar mit einem Fehler von 0,0% bei zwei Schichten mit je 21
Neuronen erkannt werden. Im Umkehrschluss bedeuten diese Fehler eine korrekte Erkennungsrate
zwischen 98,88% und 100% bei nicht gelernten Mustern.

Ein Test mit der kompletten Datenbank liefert je nach Training unterschiedliche Ausgaben, denn im
Gegensatz zum Entscheidungsbaum schwanken die Netze, je nach dem mit welchen zufélligen
Werten die Gewichte eines Netzes vor dem Training initialisiert wurden. Ein Trainingsdurchlauf
mit der kompletten Datenbank und der ermittelten, idealen Struktur der Netze ergab, dass von den
6.218 Mustern 6.201 korrekt und lediglich 17 Eintrage falsch klassifiziert werden. Dies entspricht
einer Erkennungsrate von 99,72%. Dabei gilt ein Muster als falsch, wenn die zugehdrige Klasse in
der vom Classifier gelieferten Liste nicht die hochste Wahrscheinlichkeit aufweist (TOP1). Werden
auch die Platze der 2. wahrscheinlichsten Klassen fur das Muster berticksichtigt (TOP2), ergeben
sich nur noch 11 Fehler usw. (siehe Tabelle 1). Abbildung 52 zeigt die falsch klassifizierten
Zeichen in der zur Tabelle zugehdrigen Reihenfolge, sprich die ersten sechs Zeichen befanden sich
unter den TOP2 Kandidaten, die ndchsten drei unter den TOP3 usw.

Tabellel: Fehler bei Betrachtung weiterer Kandidaten.

TOP | 1 2 3 4 6 8 9 22 23 29

Fehler | 17 11 8 7 6 4 3 2 1 0

Es ist nicht ungewdhnlich auch die Kandidaten zu betrachten, deren Wahrscheinlichkeit zwar nicht
die hdchste, aber eine der hochsten ist. Diese Angabe ist dann wichtig, wenn ein intelligenter Post
Processing Schritt verwendet wird, der z.B. aufgrund der Nachbarzeichen eine hohere
Wabhrscheinlichkeit fiir TOP2 Zeichen berechnet als fir TOP1 Kandidaten.

T
el 11 T+1

Abbildung 52: Vom neuronalen Netz falsch klassifizierte Muster.
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Bei Verwendung eines Entscheidungsbaums als Classifier ist das Training durch die Verwendung
der WEKA Bibliothek denkbar einfach. Diese bietet eine automatische Kreuzvalidierung und wahlt
dabei den Baum mit dem geringsten Fehler auf den Testdaten selber aus. Das Training aller Klassen
dauert hierbei nur 13 Sekunden auf derselben Hardware, die auch fiir die neuronalen Netze
verwendet wurde (siehe oben). Die Ausgabe des Algorithmus ist in Anhang B zu finden und zeigt
den maximalen Fehler von 1,8544%, bei Zeichen mit einer Hohe von zwei Stufen. Es werden also
Zeichen aller Klassen mit einer Rate von tiber 98% erkannt.

Bei genauerer Analyse der Ausgabe zeigt sich flr halbstufige Zeichen, dass diese malgeblich

anhand der Richtungen am Anfang und Ende eines Zeichens klassifiziert werden. Ein- und
Austrittswinkel (Merkmal al und a2 im Baum in Anhang B) sowie die Breite eines Zeichens (a0)

spielen bei der Detailklassifikation eine wichtige Rolle. Da es nur Zeichen mit einer Schleife gibt,

findet nur die Schleife in der Mitte (a4) Beachtung, Schleifen am Anfang (a3) und Ende (a5) eines

Zeichens hingegen nicht. Interessanterweise werden 1" nur mittels Richtungen und Eintrittswinkel
klassifiziert, die Schleife scheint hierbei keine Rolle zu spielen. Dieser Fakt ist insofern eine
n¢egtzliche I nf ormati on, da bei der Segment i
Schleifenerkennung spielt (siehe Kapitel 5.1), was demnach nicht notwendig ware, da es fur die
Erkennung scheinbar unwichtig ist, ob eine Schleife erkannt wurde.

Fir die Klassifikation von einstufigen Zeichen werden vor allem die Richtungen am Anfang und
Ende und die Position von Schleifen berticksichtigt. Die Richtungen inmitten eines Zeichens spielen
eher eine untergeordnete Rolle, werden aber dennoch benétigt. Ein- und Austrittswinkel sind nur
fiir wenige Detailentscheidungen notwendig und die Breite eines Zeichens ist irrelevant. Insgesamt
weist der Entscheidungsbaum aber keine Uberraschungen auf.

Ebenso ist der Baum flr zweistufige Zeichen wie erwartet. VVor allem die Schleifen spielen eine
grol3e Rolle. Von den Richtungen werden 23 von 40 im Baum verwendet. Dabei sind Anfange und
Enden aber ebenso wichtig wie die Richtungen innerhalb eines Zeichens. Durch die gleichmaRige
Verwendung kann hier kaum eine Richtung als Merkmal vernachlassigt werden. Ebenso werden
auch hier erwartungsgemar die Ein- und Austrittswinkel bendétigt. Die Breite wird in drei Fallen fiir
die Unterscheidung zwischen zwei Klassen verwendet.

Fur Zeichen mit einer Hohe von drei Stufen werden auBRer der Breite flr eine Unterscheidung
zwischen zwei Klassen lediglich die Richtungen verwendet und auch hier nur vier von 60. Anstatt
die Schleifen zu Beginn eines Zeichens zu verwenden, was bereits eines der drei Zeichen eindeutig
klassifizieren wirde, findet die Klassifikation anhand der Strichrichtung zu Beginn des Zeichens
statt. Bei genauerer Betrachtung scheint dies ebenso gut wie die Schleifen, denn innerhalb einer
Schleife kdnnen Richtungsvektoren auftreten, die es nur in Schleifen geben kann. Daher leitet der
Baum aus der Richtungsinformation automatisch das Vorhandensein einer Schleife ab und kann
danach entscheiden. Interessanterweise wird zu drei Richtungen am Anfang der Zeichen auch ein
einziges Richtungsmerkmal am Ende der Zeichen verwendet. Das ist insofern komisch, da die
Zeichen alle auf dieselbe Weise auslaufen und das Ende somit keine Rolle spielen sollte.

Die Analyse der gelernten Entscheidungsbdume zeigt, dass zumindest fur diesen Classifier alle
extrahierten Merkmale von Relevanz sind, wenn auch bei manchen Klassen mehr bei manchen
weniger. Es gibt aber kein Merkmal, das fir alle Klassen bedenkenlos gestrichen werden kann.
Lediglich die Auflosung fur den Direction-Chain-Code konnte eventuell noch feinjustiert werden.

Tests der gesamten Datenbank auf dem gelernten Entscheidungsbaum fihren zu 25 falsch und
6.193 korrekt klassifizierten Mustern, was einer Erkennungsrate von 99,5979% entspricht. Da
immer der optimale Baum gelernt wird, unterscheiden sich diese Ergebnisse auch nicht von Lauf zu
Lauf. Betrachtet man hier nicht nur die wahrscheinlichsten Kandidaten, sondern auch weitere,
ergibt sich bereits bei den TOP2 Kandidaten nur noch ein Fehler und bei den TOP3 keine Fehler
und somit eine Erkennungsrate von 100%, denn 24 falsch klassifizierten Muster befinden sich auf
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Platz 2 der vom Classifier gelieferten Liste und nur ein Fehler auf Platz 3. Abbildung 53 zeigt die
falsch klassifizierten Muster.

SN N

LIS T

O sl
)5

Abbildung 53: Vom Entscheidungsbaum falsch klassifizierte Muster.

Wie bei der Segmentierung muss auch bei den Ergebnissen der beiden Classifier darauf
hingewiesen werden, dass das System nur von einem Schreiber trainiert und getestet wurde. Es ist
zu erwarten, dass die Erkennungsrate bei steigender Schreiberanzahl sinkt. Da eine Eingabe von
langeren Texten flr einen Stenographen jedoch kein Problem darstellt, ist es durchaus denkbar, dass
ein Schreiber ein System nur fir sich in kurzer Zeit trainiert und dann &hnliche Erkennungsraten
erreicht werden.

Ungeachtet der VVor- und Nachteile der verwendeten Classifiern belegen die Tests jedoch, dass die
ausgewdhlte Methode eine sehr hohe Erkennungsrate bei beiden Classifiern erreicht. Die erzielten
Ergebnisse konnen daher als erfolgreich gewertet werden und bestétigen die Leistungsfahigkeit der
extrahierten Merkmale.
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5.3. Klassifizierung der Vokalverbindungen

Einige Probleme der gewéhlten Umsetzung wurden bereits in Kapitel 4.5 angesprochen. Es sollte
klar geworden sein, dass auf die Korrektheit der Umsetzung keinerlei Anspruch erhoben wird und
diese ganz klar als Notlésung betitelt werden kann. Die Probleme entstehen hier hauptséchlich
durch viele zu beachtende Faktoren und Klassen, die nur schwer linear zu trennen sind. Sprich, ein
Entscheidungsprozess anhand manuell fest vorgegebener Werte wird keine adaquate Ergebnisse
liefern. Die Parameter flr den Prozess wurden zwar so angepasst, dass nach einer kurzen
Eingewbhnungsphase fur den Schreiber etwas mehr als die Halfte aller Eingaben korrekt
klassifiziert werden. Es kann jedoch nicht das Ziel sein, dass der Schreiber sich auf das System
einstellen muss, sondern umgekehrt. Daher wird auch hier ein lernféahiger Algorithmus empfohlen,
der anhand der in Kapitel 4.5 angedeuteten Merkmale und im Kontext der umgebenden
Konsonantenzeichen eine Entscheidung trifft.
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6. Zusammenfassungnd Ausblick

Die Worterkennung wurde untersucht und weitere Anstrengungen in diese Richtung eingestellt. Der
gefundene Ansatz zur Segmentierung der DEK kann jedoch als Erfolg betrachtet werden. Die
umzusetzenden Konsonantenzeichen laut Zielsetzung in Kapitel 1.2 wurden alle beachtet und
kdnnen problemlos mit der gewéhlten Methode segmentiert werden. Auch die Erweiterbarkeit um
Kirzel der DEK wurde berticksichtigt. Diese kdnnen ebenfalls problemlos mit dem gezeigten
Ansatz segmentiert werden. Die Methode ist im Vergleich zu gezeigten Ansatzen anderer Sprachen
sehr einfach und funktioniert dennoch sehr gut. Die Umsetzung hingegen bietet noch Potential fur
Verbesserungen, welche in Kapitel 5.1 ausfihrlich erlautert wurden. AuRerdem waren Tests der
Segmentierung anhand einer manuell angelegten Datenbank sinnvoll, um die Leistungsfahigkeit der
Methode besser bewerten zu kdnnen.

Fur die Kilassifikation der Konsonantenzeichen wurden Merkmale extrahiert, deren
Leistungsfahigkeit anhand von zwei unabhéngigen Algorithmen getestet und bestétigt wurde. Die
Extraktion erfolgt dabei bereits wéhrend der Segmentierung bzw. im Anschluss daran durch das
sehr einfache Verfahren des Direction-Chain-Codes, der fur das Schriftbild der DEK sehr gut
geeignet ist. Eine Erkennungsrate wvon (ber 98% ist ein sehr guter Wert fir ein
Handschriftenerkennungssystem.

Aufgrund des begrenzten zeitlichen Rahmens war es nicht maoglich, auch noch die Klassifikation
der Vokalverbindungen umzusetzen. Dennoch wurde auch diese Problemstellung analysiert und
bereits erste Losungswege skizziert.

In diesem Zusammenhang empfiehlt es sich, das System so zu erweitern, dass zum Lernen sowohl
der Konsonantenzeichen als auch der Vokalverbindungen nicht einzelne Kombinationen gelernt
werden, sondern dass ein statistisch sinnvoller Text durch den tatsachlichen VVerwender des Systems
in der DEK abgeschrieben wird. Hier kann der Vorteil der DEK genutzt werden, umfangreiche
Texte in hoher Geschwindigkeit zu Ubertragen. Bei einer Schreibgeschwindigkeit von 120 Wértern
pro Minute kdnnen in nur wenigen Minuten genug Muster zum Trainieren der Classifier produziert
werden.

Des Weiteren ware ein adaptiver Prozess denkbar, bei dem zusatzlich zu den Initial gelernten
Mustern wéhrend der Verwendung des Systems vom Benutzer korrigierte Muster ebenfalls in das
Trainingsdaten Set aufgenommen werden. Automatisch oder durch manuelles AnstoRen kdnnten
diese von Zeit zu Zeit ebenfalls vom Classifier gelernt werden. Das System wiirde sich somit dem
Verwender Uber die Dauer besser anpassen und auch seltene Zeichenkombinationen wirden
irgendwann gelernt.

Weiter ist die Integration einer Kontexterkennung aufgrund der Doppeldeutigkeit mancher DEK
Zeichen zwingend erforderlich. Dabei sind Systeme auf Satzbasis notwendig. Die in der Arbeit
gezeigten Systeme zur Kontexterkennung arbeiten lediglich innerhalb eines Wortes. Dennoch
konnte auch der Einsatz der gezeigten Ansétze die Erkennungsrate weiter erhthen, gerade wenn ein
Schreiber ein System verwendet, das er nicht selbst trainiert hat.
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Anhang A

Hier soll kurz die in der Arbe i t entstandene Software AStenoP
dieses Prototypen ist es moglich, neue Muster der Datenbank hinzuzufiigen und den Classifier

anhand der Datenbank zu trainieren. AulRerdem kann der trainierte Classifier anschlieRend fur die

Erkennung einer Eingabe verwendet werden. Welcher Classifier verwendet werden soll
(Neuronales Netz oder Entscheidungsbaum), kann in den Einstellungen konfiguriert werden.

-

ol StenoPad =RNCI X

Datei  Einstellungen  Datenbank  Classifier

Klasse: Seaments: 3 Test | ‘ Eingabe ‘ ‘ Eingabe laschen

System trainiert

\

Abbildung 54: Screenshot der Anwendung "StenoPad".

Training

Beim Training kénnen neue Zeichen eingegeben werden. Hierzu muss zuerst der Datenbankpfad
unt er ADAtAePfbaadn kdfiet zenéfn festgel egt werden. |
hinf¢ghrender und verl assender Vonwuss Hievkdassdodesn d u n g
Zeichens hinterlegt werden und ASegmentef gi |
wird. Anhand dieses Wertes kann vor der Speicherung in der Datenbank Uberprift werden, ob die

Eingabe evt]l . Fehl er dieHngabe*sdégmentierthdnd tdie Radanseter eT e s t A
Mer kmal sextraktion in der Statusleiste angeze
di e Parameter anzuzeigen werden diese in die

Eingabe. Dies geschieht bei der Eingabe eines Zeichens automatisch, um schneller weitere Zeichen
erfassen zu konnen.

Wurden alle Eintrdge in der Datenbank erfasst, kann der Classifier trainiert werden. Unter
AEinstellungenfi kann der z uerdenrl48entsdrightrhierreiden Al g o
Entscheidungsbaum und RPROP dem Atmuaiomia¢eanie
ausgewdhlte Classifier mit der festgelegten Datenbank trainiert. Hierzu werden zundchst alle

Eintrdge der Datenbank geladen, segmentiert und die Merkmale extrahiert. Diese VVorgehensweise

bietet den Vorteil, dass bei Anderungen am Segmentierungsalgorithmus oder an der
Merkmalsextraktion sich diese auch auf die bereits bestehende Datenbankeintrage auswirken. Das

Training kann eine Weile in Anspruch nehmen und ist erst fertig, we nn i n der Status
trainiertin angezeigt wird.
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Verwenden

Wurde der Classifier trainiert, kann dieser anschlieend verwendet werden. Hierzu muss unter
AEinstellungenfi der ATrdaeinni nDiseno Ei nfgabvef ¢ lad e
ASegmentefin sowie die Schaltflache ATestfi wer
nun jedes eingegebene Segment vom Classifier getestet und unterhalb der Eingabeflache die
wahrscheinlichste Ausgabe fur diese angezeigt.

Systemvoraussetzungen

Zum einfachen Ausfiihren der Anwendung sind aufgrund der Abhangigkeiten zu der WEKA und
Encog Bibliothek folgende Versionen des .NET Frameworks notwendig:

- Microsoft .NET Framework Version 1.1 Redistributable Package™®
- Microsoft .NET Framework 2.0 Redistributable (x86)*’
- Microsoft .NET Framework 3.0 Redistributable Package™®
- Microsoft .NET Framework 3.5
- Microsoft .NET Framework 3.5 Service Pack 1%°
- Microsoft .NET Framework 4.0%
Zusétzlich bendtigt die WEKA Bibliothek:
- J# redistributable package®
- Microsoft Supplemental Ul Library for Visual J# .NET v1.1%

AuBerdem funktioniert die Anwendung nur auf PCs mit Tablet Betriebssystem. Dies kann entweder
Windows XP Tablet PC oder Windows Vista oder spéter sein.

Die Entwicklung erfolgte mit Visual Studio 2010 Ultimate. Um das Projekt laden zu kénnen, sind
alle Voraussetzungen zu erftllen, die auch fur das Ausfiihren bendtigt werden. Zusétzlich ist noch
das Windows Tablet PC Plattform SDK zu installieren.

18 http://www.microsoft.com/downloads/details.aspx?Familyl D=262d25e3-f589-4842-8157-
034d1e7cf3a3&displayLang=de

7 http://www.microsoft.com/downloads/details.aspx?familyid=0856 EACB-4362-4B0OD-8EDD-
AAB15C5E04F5&displaylang=de

'8 http://www.microsoft.com/downloads/details.aspx?familyid=10CC340B-F857-4A14-83F5-
25634C3BF043&displaylang=de

19 http://www.microsoft.com/downloads/details.aspx?familyid=333325FD-AE52-4E35-B531-
508D977D32A6&displaylang=de

2 http://www.microsoft.com/downloads/details.aspx?familyid=AB99342F-5D1A-413D-8319-
81DA479ABOD7&displaylang=de

2! http://www.microsoft.com/downloads/details.aspx?familyid=0A391ABD-25C1-4FC0-919F-
B21F31AB88B7&displaylang=de

22 http://msdn2.microsoft.com/en-us/vjsharp/

% http://msdn2.microsoft.com/en-us/vjsharp/bb188695.aspx
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AnhangB

Zeichen mit einer Hohe voreiner halben Stufe
Correctly Classified Instances 788 98.995 %
| ncorrectly Classified Instances 8 1.005 %
Kappa statistic 0.9885

Mean absolute error 0.0034

Root me an squared error 0.0512

Relative absolute error 1.5576 %

Root relative squared error 15.4782 %

Total Number of Instances 796

J48 pruned tree

a9<=0.1

| a2 <= 0.333333: 11 (100.0/1.0)
| a2>0.333333

| | a7<=0

| | | a2<=0.666667: 11 (4.0/1.0)
| | | a2>0.666667: 8 (100.0)

| | a7 >0:30(98.0)

a9>0.1

| al<=0.333333:9 (99.0)

| al1>0.333 333

| | a2<=0.333333: 33 (99.0)

| | a2>0.333333: 31 (101.0/1.0)
4>0.3

a4 <=0: 32 (95.0)

a4 >0
|

|

1

a0 <= 0: 32 (5.0)
a0 > 0: 13 (95.0)

Number of Leaves : 10
Size of the tree : 19

Zeichen mit einer Hohe von aer Stufe

Correctly Classified Instances 2235 98.6755 %
Incorrectly Classified Instances 30 1.3245 %
Kappa statistic 0.9862

Mean absolute error 0.0014

Root mean squar ed error 0.0326

Relative absolute error 1.6369 %

Root relative squared error 15.9867 %

Total Number of Instances 2265

J48 pruned tree

| al3<=0.1

| | a2 <=0.333333: 25 (97.0)
| | a2>0.333333

| | | aB8<=0:25(2.0)

| | | a8>0:24(13.0)

| a13>0.1:10 (4.0)
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| a24>0
| a8<=0
| | a7 <=0:26(101.0/2.0)
| | a7 >0:24(3.0)
| a8 >0:24 (76.0)
19>0.1
a
a23<=0.2
| a23<=0.1:10(8 5.0/1.0)
| a23>0.1
| | al2<=0.2
| | | al3<=0.2:5(99.0)
| | | al3>0.2:2(5.0)
| | al2>0.2:2(83.0)
a23>0.2: 6 (100.0)
| a5>0:57(99.0)

I
I
I
I
a
I
I
I
I
I
I
I
I
I

al9<=0.3

| a24<=0.1

| | a6<=0

| | | al<=0.333333:22(99.0)

| | | al>0.333333:21(3.0)

| | a6>0:21(95.0)

| a24>0.1:23 (101 .0/1.0)

| a3 <= 0: 28 (95.0)
| a3>0:29 (15.0)

a9<=0.3

a22<=0.1

| a6<=0.2:1(97.0)

| a6>0.2:16 (2.0/1.0 )
a22>0.1

| a7<=0.1:2(9.0)

| a7>0.1

| | ad<=0

| | | a8<=0.2:14 (98.0)

| | | a8>0.2:58 (3.0/1.0)

| | ad4> 0: 21 (2.0)

a24<=0.2
| a2 <=0.666667: 16 (99.0)
| a2 >0.666667: 27 (99.0/1.0)
a24>0.2
| a4 <=0:58(94.0)
| a4>0:28 (5.0 )
5>0
a3 <= 0: 59 (101.0/1.0)
a3 >0: 29 (84.0)
9>0.3
ab<=0
| al7 <=0.1: 18 (99.0)
| al17>0.1
| | a24 <=0.1: 3 (100.0)
| | a24>0.1: 20 (100.0)
a5 > 0: 56 (98.0)

I
I
|
|
I
I
I
|
|
I
I
I
|
|
I
I
I
I
a
I
I

_—_——yy—_--——

Number of Leaves : 35
Size of the tree : 69
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Zeichen mit einer Hohe von zwei Stufen

Correctly Classified Instances 2805 98.1456 %
Incorrectly Classified Instances 53 1.8544 %
Kappa statistic 0.9808
Mean absolute error 0.0015

Root mean squared error 0.0347

Relative absolute error 2.2652 %

Root relative squared error 19.022 %

Total Number of Instances 2858

J48 pruned tree

al6 <=0.5

| a8<=0.1

ad <=0

| a2 <=0.333333: 35 (101.0)
a2 >0.333333

| a30<=0.1:17 (95.0)
a30> 0. 1
| a4l1<=0.2

| | a40<=0.2

| | | al2<=0.1

| | | | a20<=0.2

| | | | | a22<=0.4:39(99.0)

| | | | | a22>0.4:51(2.0)
| | | | a20>0.2:51 (16.0)

| | | al2>0.1: 51 (82.0)

| | a40>0.2:17 (6.0/3.0)

| a41>0.2

|

|
|
|
|
|
|
|
|
|
|
|
I
| all <=0.1: 36 (97.0/1.0)
|

I
| | all>0.1:17 (2.0)
a4 > 0: 49 (99.0)
8>0.1
al <=0.333333
| a0 <=0.266667: 52 (100.0)
| a0>0.266667: 41 (2.0/1.0)
al>0.33 3333
| a2 <=0.333333
| a9<=0.2
| | a4 <=0:38(100.0)
| | a4>0:19 (2.0/1.0)
| a9>0.2:12 (100.0)
a2 >0.333333
| a7<=0.2
| | a41<=0.2
| | | a8<=0.2:37(100.0)
| | | a8>0.2:41(2.0)
| | a41>0.2:7(99.0)
| a7>0.2
| | a42<=0.2
| | | a43<=0.2:41(97.0/1.0)
| | | a43>0.2:15 (2.0)
| | a42>0.2:15 (96.0)
0.5
<= 0.666667
a23 <=0.2: 4 (101.0/1.0)
a23 > 0.2: 34 (100.0)
2>0.6 66667
a25 <=0.2: 40 (98.0)

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
16 >
2

e e D I <
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| | | a25>0.2: 42 (99.0)

| a28<=0.2

| | a36<=0.3
| | | a27<=0.1

| | | | a37 <=0.3:62(99.0)
| | | | a37>0.3:50 (8.0)

| | | a27 >0.1: 63 (90.0/1.0)
| | a36>0.3

| | | a24 <=0.1: 50 (85.0)

| | | a24>0.1

| | | | al3<=0.2

| || ] | al9<= 0.2
| 1 11| | a36<=0.4:63(7.0)

| 1 11| | a36>0.4:43(95.0/1.0)

| 1] | | al19>0.2:50(2.0)

| | | | a1l3>0.2:50 (5.0)

| a28>0.2

| | a33<=0.3: 63 (3.0)

| | a33>0.3:48(101.0/1.0)

ag8>0.1

| a7<=0.2

| | a28<=0.2

| | | a36<=0.3:60 (97.0/1.0)

| | | a36>0.3

| | | | a40<=0.6:19 (92.0/1.0)

| | | | a40>0.6

| | a34<=0.3:60 (4.0)

| | a34>0.3:19(6.0)

I

|

|

I

I

I

|

|

I

I

|
|

28> 0.2
a
| a0 <= 0.4: 19 (2.0)
|

| |
| |
| a
| |
| |
| ] a0 > 0.4: 47 (3.0
| | a27 >0.2: 47 (68.0)
a7 >0.2
| a36 <=0.3: 61 (96.0)
| a36>0.3
| | a0 <=0.666667: 44 (98.0)
| | a0 >0.666667: 61 (2.0)
3>0
a4 <=0: 46 (9 9.0/1.0)
a4 > 0: 45 (99.0)

—_———

Number of Leaves : 47
Size of the tree : 93

Zeichen mit einer Hohe von drei Stufen

Correctly Classified Instances 295 98.6622 %
Incorrectly Classified Instances 4 1.3378 %
Kappa statistic 0.9799

Mean absolute error 0.009

Root mean squared error 0.0867

Relative absolute error 2.0195 %

Root relative squared error 18.3994 %

Total Number  of Instances 299

J48 pruned tree

ald <=0.3
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a7 <=0.1: 55 (91.0)

a7 >0.1

| a64<=0

| | a8 <=0.2:55(6.0)
| | a8>0.2:54 (3.0
| a64>0

| | a7<=0.2
| | | a0 <= 0.533333: 55 (2.0)
| | | a0>0.533333: 54 (11.0)

| | a7>0.2:54 (86.0)

> 0.3: 53 (100.0)

al4d

Number of Leaves : 7
Size of the tree : 13



